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摘    要 

场景识别是计算机视觉领域的一个研究热点，旨在识别图像中展现的场景类别，如

“卧室”、“客厅”和“厨房”等。这一技术是机器人在未知环境下执行任务的前提，

同时在自动驾驶和人机交互等众多领域发挥着关键作用。虽然深度学习技术的兴起使计

算机视觉领域取得了显著进展，但场景识别仍然面临重大挑战。这主要源自场景中复杂

多变的空间布局导致的类内巨大差异，以及不同场景中出现的相同物体引起的类间相似

现象。本文以深度学习为核心技术路径，基于场景内语义信息的引导，对场景识别算法

进行了深入研究，开展了以下创新性工作： 

（1）为充分探索场景内复杂多变的空间布局，提出了基于语义空间关系建模的场

景识别方法。首先，借助语义分割技术解耦场景中的空间信息，避免空间无关信息对建

模过程的干扰；其次，设计了一个自适应置信度滤波器，有效缓解语义分割性能有限所

引起的语义歧义问题；然后，根据语义分割结果的特性构建了语义空间关系模块，探索

场景内空间信息的高级表示；最后，在探索出的空间特征的基础上，构建了组合语义空

间关系模块，全面利用场景内信息提高场景识别精度。在多个公开数据集上的实验结果

表明，所提方法对空间关系的充分建模能够显著提高场景识别性能。 

（2）针对不同场景中相同语义的物体引起的类间相似问题，进一步提出了融合语

义空间关系和物体共现性建模的场景识别框架。首先，利用语义空间关系模块和图像特

征提取模块提取场景特征；然后，构建了语义节点特征聚合模块将场景特征分配至各物

体语义节点，为物体赋予场景相关特征，藉此区分不同场景中相同语义的物体，并生成

语义节点特征序列；最后，设计了全局-局部依赖模块深入挖掘语义节点特征与全局特

征之间的远程相关性，进而在建模物体共现性的过程中精细调整全局特征，提升场景识

别性能。实验结果表明，融合场景特征建模物体共现性，可以有效克服跨场景共存物体

带来的类间相似问题，获得更具区分度的场景表示。 

（3）针对上述方法对物体信息的启发式利用可解释性不足的问题，从知识推理角

度提出了基于物体间鉴别性图建模的场景识别方法。首先，基于概率统计捕捉物体与场

景之间的鉴别性关系，并运用贝叶斯推理将该关系转化为物体间鉴别性原型；然后，提

出了一个鉴别性图网络，将像素级场景特征设定为图的节点，并借助物体间先验知识将

节点之间的鉴别相关性编码为边；最后，通过图卷积操作，将物体间鉴别相关性与场景

特征显式融合，实现更具可解释性地利用物体信息辅助场景识别。在公开数据集上的实

验结果表明，从知识推理角度入手融合物体知识和场景特征，使网络在单分支架构下即

可获得极具竞争力的场景识别性能。 
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（4）针对物体信息提取对算力的高需求限制了上述语义引导方法的实际部署这一

问题，提出了基于类间语义相似度原型的场景识别方法。首先，基于语义分割和统计分

析捕获场景中物体信息分布情况，并据此构建类间语义相似度原型；然后，设计了渐进

标签软化和批量级对比损失两种训练策略，前者将相似度原型嵌入到标签中，利用置信

度渐进策略指导网络训练，后者则基于相似度原型衡量训练批次中样本间的相似度要

求；最后，在训练过程中基于上述两种策略增强场景识别网络的特征辨识能力，从而提

升场景识别性能。在公开数据集上针对多个基准网络的比较实验表明，相似度原型及相

关策略可实现在不增加额外计算负担的前提下，利用物体信息提升场景识别性能。 

关键词：场景识别；语义知识；注意力机制；图神经网络；数据推理 
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ABSTRACT 

Scene recognition is a research hotspot in the field of computer vision, aiming to identify 

the scene categories presented in images, such as "bedroom," "living room," and "kitchen." 

Scene recognition is a prerequisite for robots to perform tasks in unknown environments and 

plays a key role in various fields such as autonomous driving and human-computer interaction. 

Although the emergence of deep learning techniques has led to dramatic advances in 

computer vision, scene recognition still faces significant challenges. This mainly stems from 

the large intra-class differences caused by the complex and variable spatial layout, as well as 

the inter-class similarity caused by the coexisting objects across scenes. Centering on deep 

learning as the core technological pathway and guided by the semantic information within 

scenes, this thesis conducts an in-depth study of scene recognition, resulting in the following 

innovative works: 

(1) To fully explore the complex and variable spatial layout within scenes, a semantic 

spatial relationship modeling-based scene recognition method is proposed. First, the spatial 

information in the scene is decoupled with the help of semantic segmentation, avoiding the 

interference of space-irrelevant information in the modeling process. Second, an Adaptive 

Confidence Filter is designed to mitigate the semantic ambiguity caused by the limited 

precision of semantic segmentation. Then, based on the semantic segmentation result 

characteristics, a Semantic Spatial Relation Module is designed to explore the advanced 

representation of spatial information within scenes. Finally, a Combined Semantic Spatial 

Relation Module is constructed based on the explored spatial features to comprehensively 

utilize the in-scene information to improve the scene recognition accuracy. Experimental 

results on several publicly available datasets show that adequate modeling of spatial relations 

significantly enhances scene recognition performance. 

 (2) To address the inter-class similarity caused by objects with the same semantics 

across different scenes, this thesis proposes a scene recognition framework that integrates 

semantic spatial relation and object co-occurrence modeling. First, the Semantic Spatial 

Relation Module and the Image Feature Extraction Module are used to extract scene features. 

Then, the Semantic Node Feature Aggregation Module is constructed to allocate scene-related 

features to each object semantic node, so as to differentiate the objects with the same 

semantics in different scenes and generate the semantic node feature sequence. Finally, the 
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Global-Local Dependency Module is designed to deeply explore the long-range correlation 

between semantic node features and global features, and then fine-tune the global features 

when modeling object co-occurrence, improving the scene recognition performance. 

Experimental results show that integrating scene features to model object co-occurrence can 

effectively overcome the inter-class similarity caused by coexisting objects across scenes, 

obtaining a more distinctive scene representation. 

(3) To address the insufficient interpretability in the heuristic use of object information 

by existing methods, a scene recognition method based on inter-object discriminative graph 

modeling is proposed. First, capturing the object-scene discriminative relationships based on 

probabilistic statistics, which are transformed into an Inter-Object Discriminative Prototype 

using Bayesian inference. Then, a Discriminative Graph Network is proposed, setting 

pixel-level scene features as graph nodes, and encoding the discriminative correlations 

between nodes into edges with the help of prior knowledge among objects. Finally, through 

graph convolution operation, we explicitly fuse inter-object discriminative correlations with 

scene features, and realize a more interpretable use of object information to assist scene 

recognition. Experimental results show that integrating object knowledge and scene features 

from a knowledge inference perspective allows the network to achieve competitive scene 

recognition performance under a single-branch architecture. 

(4) Considering that the high computational demand for object information extraction 

limits the practical deployment of semantic-guided scene recognition methods, this thesis 

proposes an inter-class semantic similarity prototype-based scene recognition method. First, 

capturing the object information distribution within scenes based on semantic segmentation 

and statistical analysis, and the inter-class semantic Similarity Prototype is constructed 

accordingly. Then, we design two training strategies: Gradient Label Softening and 

Batch-level Contrastive Loss. The former embeds the similarity prototype in soft labels and 

uses a confidence gradient strategy to guide network training. The latter uses the similarity 

prototype to measure the similarity requirements between samples in each mini-batch. Finally, 

improving the feature discrimination ability of the scene recognition network based on the 

above two strategies during training, so as to enhance scene recognition performance. 

Comparative experiments on public datasets for multiple benchmark networks show that the 

similarity prototype and related strategies can utilize object information to improve scene 

recognition performance without adding extra computational burden in practice. 

Key words: Scene recognition; Semantic knowledge; Attention mechanism; Graph neural 

network; Data reasoning 
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1 绪论 

1.1 研究背景与意义 

随着科技的飞速发展，人工智能已经成为推动现代社会发展的核心力量。2017 年，

国务院发布我国《新一代人工智能发展规划》[1]，标志着人工智能被正式纳入国家的重

点发展战略。2022 年，科技部等六个部门又印发了《关于加快场景创新以人工智能高水

平应用促进经济高质量发展的指导意见》[2]，强调我国对于推动人工智能技术市场化应

用的坚定支持。在人工智能的众多研究领域中，计算机视觉技术一直是研究的热点。通

过模仿人类视觉系统的工作原理，计算机视觉技术让机器具备“看见”和“理解”世界

的能力，为机器代替人类执行智能化任务奠定了基础。 

作为计算机视觉领域中的一个重要研究主题，场景识别（Scene recognition）因其广

阔的应用前景而备受关注。场景识别的目标是为给定的图像或视频帧分配预定义的场景

类别标签，如图 1-1 所示，这些类别标签是对场景内部的物体、布局以及整体风格的综

合性概括[3]。随着人工智能技术的不断进步，场景识别已被广泛应用于智能机器人[4,5]、

自动驾驶汽车[6,7]、图像和视频检索[8]以及人机交互[9]等众多领域，成为实现智能化应用

的关键基础。 

机房 餐厅图书馆 鞋店 物体分类  

图 1-1 几个场景类别和物体类别的对比 

Fig. 1-1 Comparison of several scene categories and object categories 

具体来说，在智能机器人领域[4,5]，场景识别赋予了机器人理解和适应周遭环境的能

力，使其能够更有效地执行复杂任务，从而大幅提升了工作效率和安全性。在自动驾驶

领域[6,7]，实时场景识别使自动驾驶车辆能够在复杂多变的交通环境中迅速做出准确的决
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策与响应，极大地提高了行驶安全性。在图像和视频检索领域[8]，通过场景识别技术理

解图像和视频中的内容，检索技术突破了传统的基于元数据或关键词的方法，实现了基

于实际视觉信息的高精度检索，显著提升了检索效率。在人机交互领域[9]，通过识别用

户当前所处的场景，智能设备能够为其提供更加情境化的服务，使人机交互技术更加贴

合用户的需求。 

综上所述，场景识别技术广泛应用于多个智能领域，具有极高的研究意义和应用前

景。近年来，得益于海量数据的积累和计算能力的提升，深度学习技术在计算机视觉领

域取得了突破性进展，这一进步也为场景识别任务的发展提供了强大动力。然而，场景

识别的挑战性远超一般的物体分类（Object classification）任务。以图 1-1 为例，同一场

景类别内多变的空间布局（如“图书馆”、“机房”和“餐厅”）导致了显著的类内差

异问题；而不同场景中共存的物体（如“椅子”同时出现在“机房”和“餐厅”场景中、

“架子”同时出现在“图书馆”和“鞋店”场景中）也带来了类间相似问题。这些挑战

限制了神经网络的泛化能力，使其在场景识别任务上的表现不如在处理物体分类等基础

任务时那样出色。总体而言，场景图像的复杂性主要源于图像各个局部区域中多样的物

体分布，因此，这些区域的物体语义信息（如图 1-2 所示）之间的关系可以为场景识别

提供重要线索。最近对场景本质的研究[10]也指出，场景识别与场景中的语义信息有着密

切的关联。因此，基于场景内语义信息引导的场景识别算法值得深入研究。 

屏幕

座位

天花板

门

灯

地板

床

地板

窗帘

墙

图像
窗

户 门

场景图像 语义信息 语义信息场景图像  

图 1-2 场景内语义信息的示例 

Fig. 1-2 Examples of semantic information within scenes 

本文在国家自然科学基金-区域创新发展联合基金项目“可视度受限环境下跨光谱

多传感信息融合的机器人语义感知与交互协作”（U21A20486）和山东省自然科学基金

重大基础研究项目“面向康养服务机器人的人-机-环境共融基础理论与关键技术”

（ZR2019ZD07）的资助下，针对现有的难点问题展开深入研究，提出了一系列基于语

义引导的场景识别算法，为机器人环境感知提供技术支撑。 
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1.2 国内外研究现状 

目前，场景识别已成为计算机视觉领域的热门研究方向，近年来涌现出了各种各样

的场景识别算法。本节按照是否利用场景内的语义信息将这些方法分为了两大类：非语

义引导的场景识别方法和基于语义引导的场景识别方法。如图 1-2 所示，本文所指的语

义信息是场景内各个局部区域内的具体物体，如床、窗户和屏幕等。利用这些场景内的

语义信息进行辅助的方法，被称为语义引导的建模方法。下面首先介绍非语义引导的场

景识别方法，然后介绍与本文紧密相关的基于语义引导的场景识别方法。 

1.2.1 非语义引导的场景识别方法 

（1）基于手工特征表示的方法 

21 世纪初期，早期的场景识别方法主要依赖于手工设计的局部视觉描述符，如尺度

不变特征转换（Scale Invariant Feature Transform，SIFT）[11]、方向梯度直方图（Histogram 

of Oriented Gradient，HOG）[12]和局部二值模式（Local Binary Pattern，LBP）[13]等。这

些描述符能够提取图像中的低级特征，专注于捕捉局部细节，但由于缺乏语义和全局信

息，其应用范围主要限于简单的自然场景（如沙滩等）。然而，面对复杂场景时，这些

描述符的性能表现通常较为有限。 

为了改善场景识别效果，研究者们开发了多种策略，将上述低级手工描述符汇聚成

中级表示形式[14]。一个典型的例子是视觉词袋模型（Bag of Visual Words，BoVW）[15]，

即首先基于局部描述符提取低级视觉特征，然后通过 BoVW 技术将这些特征聚类成词

袋表示。BoVW 在场景识别任务中效果显著，但忽略了场景中的空间结构信息。为了解

决这一问题，Lazebnik 等[16]提出了空间金字塔匹配（Spatial Pyramid Matching，SPM）

技术，即先将图像划分为细小的子区域，并分别提取各个区域的词袋表示，然后利用

SPM 技术整合这些区域表示，从而弥补了缺失的空间结构信息，在自然场景数据集上取

得了明显的性能提升。2009 年，麻省理工学院的研究人员[17]进一步构建了室内场景数

据集 MIT-67，并提出了一个基于原型（Prototype）的模型，结合局部和全局信息进行室

内场景识别，为室内场景识别取得了标志性的进展。 

总体而言，通过多种编码方法增强的手工图像表示法在场景识别领域取得了显著成

就。然而，由于手工描述符本身的低级和易受干扰特性，其在提升场景图像表示的区分

能力方面存在局限。随着场景识别需求的不断发展，手工描述符难以有效表征日益复杂

的场景图像。 

（2）基于深度神经网络的方法 

自 2009 年以来，得益于计算能力的显著增强和大型数据集（如 ImageNet[18]和

Places365[19]）的推出，深度学习技术在计算机视觉领域取得了突破性进展。众多深度神
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经网络架构，包括 AlexNet[20]、VGGNet[21]、ResNet[22]以及 Vision Transformer[23]等，已

在此领域取得了卓越成就。相较于传统的手工特征，这些网络在数据丰富的环境中能够

自动学习并提取出更具鉴别能力的特征，极大地推动了图像分类技术的发展。随着深度

学习技术的不断革新，越来越多的研究开始尝试利用深度神经网络提取用于场景识别的

特征表示。 

基于深度特征与传统特征编码相结合的方法：在深度学习技术涌现初期，研究者们

倾向于将神经网络特征与传统特征编码方法结合使用。2015 年，加利福尼亚大学的研究

者们[24]提出，将语义费雪向量（Fisher Vector，FV）计算为神经网络的 Softmax 层所输

入的高斯混合 FV，他们不仅利用这种语义 FV 进行场景识别，还在后续工作[25]中进一

步将其实现为了端到端的方式。此外，文献[26]也创新性地提出了一个字典学习层，用

以替换深度神经网络架构中的全连接层和激活层，基于字典结构，他们设计了一种新型

的标签鉴别性回归器，并通过优化字典选择进一步增强特征的稀疏表示，获得了更高的

识别精度。 

上述方法通过传统编码方法有效整合了深度神经网络所提取的特征，显著提升了场

景识别性能。尽管如此，随着数据量的持续增长，传统特征编码方法在整合能力上逐渐

显得不足，研究者开始减少对这些编码方法的依赖。 

基于显著区域的方法：得益于在大型数据集上预训练的卷积神经网络（Convolutional 

Neural Network，CNN）权重[18,19]的开源，基于显著区域的场景识别算法[27-30]逐渐崭露

头角。例如，2018 年，Adi-Red[27]提出利用预训练的 ResNet 网络定位图像中不同尺度的

显著区域，并且在调整这些区域至适当尺寸后，利用三个独立的网络分支提取多尺度的

特征表示，显著提升了场景识别的准确性。类似地，中科院计算所的蒋树强团队[28]于

2020 年提出了与原型无关的场景布局（Prototype-agnostic Scene Layout，PaSL）选取场

景内的代表性区域。具体来讲，PaSL 利用预训练的 CNN 生成的卷积激活图定位图像中

的鉴别性区域，并进一步将这些区域特征作为图的节点，将节点特征之间的空间及相似

度关系编码为图的边，利用图卷积网络（Graph Convolutional Network，GCN）[31]探索

区域间的上下文关系，从而进一步提升了场景识别的性能。这些研究依托于深度神经网

络强大的特征鉴别能力，通过建模显著区域特征之间的上下文关系显著提高了场景识别

性能。 

综上所述，深度学习技术已经使非语义引导的场景识别领域取得了卓越的进展。这

些方法主要依托于预训练神经网络的特征提取和鉴别能力，选取具有代表性的特征进行

场景识别。然而，不同的场景类别可能共享易于产生相似场景表示的物体信息，导致网

络面临难以处理的类间相似问题[32]，即使在同一场景类别内，也可能出现多样化的空间

布局，这进一步增加了类内差异问题[28]。这些问题严重限制了深度神经网络在场景识别

领域的泛化能力[33]，导致预训练网络的高响应区域可能错误地聚焦在非鉴别区域。为了
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应对这些挑战，越来越多的研究者开始专注于探索场景中的物体上下文关系，以期基于

场景内语义信息的引导提升场景识别性能。 

1.2.2 基于语义引导的场景识别方法 

（1）基于手工特征表示的方法 

早在手工描述符时期，研究者们就认识到了场景内物体语义信息对于理解场景的重

要性。2007 年，加拿大的研究人员[34]探讨了通过分析九种常见语义概念（包括天空、

水、草、树干、叶子、田地、岩石、花朵和沙子）的出现频率描述自然场景图像的方法，

尝试利用不同场景之间的共性辅助场景识别。然而，九种语义概念的表达能力有限，仅

适用于描述简单的自然场景，难以全面准确地表示复杂场景[14]。进一步地，斯坦福大学

的李飞飞等研究者[35]借助一种“广义物体卷积”作为物体检测器对图像进行多尺度卷积

处理，并依托于卷积响应，构建了一个“物体库”表示框架，他们以物体库为基础，通

过空间金字塔匹配技术整合物体特征，获得了更具描述性的场景表示，有效提高了场景

识别的性能。 

上述研究基于手工设计的语义描述符获取场景内的物体语义信息，通过探索这些信

息之间的相互关系辅助场景识别，取得了值得注意的效果。尽管如此，手工描述符因其

固有的低泛化能力，在处理较为复杂的场景时，提取语义信息的能力有限，这限制了其

对场景识别的辅助效果。 

（2）基于深度神经网络的方法 

随着大规模数据集的出现和深度学习技术的发展，物体分类、目标检测和语义分割

等技术日渐成熟。这促使研究者们越来越多地探索将这些技术与场景识别结合的可能

性，催生了一系列基于深度学习和语义引导的先进场景识别方法。 

基于区块级特征上下文的方法：基于在大规模数据集[18]预训练的物体分类网络，一

些研究[36-38]首先利用稠密网格将场景图像细分为若干区块（Patch），然后通过分类网络

提取这些区块的特征以辅助场景识别。例如，南京大学的王利民教授团队[36]提出了

PatchNet，为场景内的各个区块生成区域级语义特征。利用语义编码技术将这些特征聚

合为全局表示，从而实现场景识别。进一步地，Xie 等[37]在区块级特征的基础上，提出

了一种层次化卷积特征编码方法，具体来讲，利用非负稀疏分解模型（Non-Negative 

Sparse Decomposition，NNSD）学习不同尺度区块间的共享内容，以生成全局特征，在

此基础上，采用类间线性编码（Inter-Class Linear Coding，ICLC）捕获鉴别性内容，通

过层次化编码方式获得更精确的场景表示，显著提高了场景识别性能。这些方法通过建

模不同区块特征之间的上下文关系辅助场景识别，取得了显著效果。 

上述研究依赖于随机裁剪或者固定尺寸的网格划分场景区块，然而，这种做法可能

导致单个物体被分散到多个区块中，或多个物被集中到一个区块内，随之而来的歧义问
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题限制了模型性能。 

基于物体间空间关系建模的方法：为了克服上述挑战，研究者们[33,39,40]转向利用目

标检测或语义分割这种物体信息提取技术获取场景内物体的具体分布情况。考虑到场景

内复杂多变的空间布局引起的巨大类内差异，一些研究[41-44]通过探索物体间的空间关系

进行场景识别。例如，Song 等[41]在获取场景内物体的位置信息后，提出利用“物体-关

系-物体”三元组探索物体之间的空间顺序关系，他们基于循环神经网络（Recurrent Neural 

Network，RNN）将该三元组编码为特征表示，以辅助场景识别。相比之下，于 2022 年

提出的 ARG-Net[42]则通过语义分割技术获取场景中各个区域的语义信息，该方法从图

（Graph）的角度入手，将不同语义区域的特征作为图的节点，而给个区域之间的空间

度量关系作为图的边，并基于图卷积网络获得极具辨识性的图像表示，从而实现场景识

别。这些方法通过探索场景内部的空间布局，显著提高了场景表示的辨识度，取得了令

人鼓舞的场景识别效果。 

上述研究通常只关注一种空间关系，然而实际上，场景中的空间关系不仅限于顺序

和度量关系，还涉及到拓扑关系（如枕头被床所包围）。现有研究未能实现对场景中多

样化空间关系的充分探索。 

基于物体共现性建模的方法：除了复杂多变的空间布局，跨场景共存的物体也带来

了不同场景类别之间的高相似问题，一些研究[32,45,46]通过建模不同场景中的物体共现性

辅助场景识别。例如，清华大学的鲁继文教授团队提出了 SDO-Net[32]，该方法首先分析

不同场景中物体之间的共现模式，选取具有代表性的物体，随后基于这些代表性物体知

识丢弃非鉴别性物体相关的特征，以缓解跨场景常见物体带来的类间相似问题，从而提

升场景间的可辨别性。类似地，香港中文大学的研究团队于 2021 年提出的 BORM[45]也

采用了概率统计手段建模场景中的物体共现关系，该方法利用代表性物体提升物体特征

的鉴别性，并将物体特征与场景特征相结合，以实现场景识别。这些方法首先利用神经

网络对场景内的物体信息进行编码，在代表性物体知识的辅助下生成物体特征，然后将

物体特征与输入场景的全局特征相结合，从而提升场景识别性能。 

需要注意的是，某些场景中的代表性物体可能是一致的，例如，床既是“卧室”场

景的代表性物体，也是“病房”场景的代表性物体，这种现象给上述基于物体共现性建

模的方法带来了重大挑战。此外，上述方法大多采用独立分支分别处理输入场景以及场

景内物体信息，在这种多分支架构中，场景特征和物体特征通过级联或者相加等方式融

合，然而这些融合方式是完全启发式的。该融合方式可能会导致物体知识与场景特征的

次优融合[46]。 

总体而言，现有的基于语义引导的场景识别方法通过对场景内物体信息的充分利

用，显著增强了场景特征的鉴别性能，获得了卓越的识别效果。然而，这些方法在实际

部署时，需依赖目标检测或语义分割等技术获取场景中的具体物体信息，这一过程往往
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伴随着远高于常规分类网络的计算成本。这不仅给计算资源有限的边缘设备带来了沉重

负担，也严重影响了这些方法在实际应用中的运行效率。 

1.3 研究问题与挑战 

通过上述对场景识别技术的研究现状进行分析，可以看到迄今为止国内外科研人员

已经开展了大量的研究工作，先后提出了很多先进的场景识别方法，也取得了令人瞩目

的成果。尽管如此，目前基于语义引导的场景识别研究仍处于技术攻坚阶段，还存在很

多需要解决的关键问题与挑战。 

（1）场景内复杂多变的空间布局难以充分建模 

现有工作多依赖于骨干网络提取场景特征，并通过手工定义的方式探索特征之间的

某一类空间关系。然而，场景内的空间关系包括顺序、度量和拓扑关系[47]，仅仅依靠手

工定义显然难以全面捕捉场景中的复杂空间布局。此外，骨干特征中的颜色等空间无关

信息带来的损失下降不利于优化网络表征空间信息的能力。因此，如何有效规避空间无

关信息的干扰，并实现对场景内语义空间关系的充分建模，是场景识别研究中的一个关

键问题。 

（2）不同场景中存在相同语义的物体引起的类间相似问题 

除了场景内的空间上下文信息，不同场景中的物体共现信息对于场景识别同样意义

重大。现有的基于物体共现的研究通过分析不同场景中物体的概率分布，推理出与场景

类别紧密相关的代表性物体，取得了显著成效。然而，一些场景类中的代表性物体可能

是一致的（如病房和卧室场景中的床），随之而来的类间相似问题对基于物体共现性的

方法提出了巨大挑战。 

（3）对场景内物体信息的利用可解释性有限 

现有的基于物体信息辅助的场景识别研究通常采用独立的分支分别处理输入场景

和物体信息，并试图从端到端的角度整合场景特征和物体特征。然而，这种多分枝架构

对物体信息的完全启发式的利用可解释性有限，容易导致物体知识和场景特征的次优融

合。因此，从更具可解释性的角度利用物体信息中的鉴别性知识辅助场景识别，是一个

值得深入研究的方向。 

（4）物体信息提取过程对算力的巨大需求限制了算法在边缘设备的实际部署 

基于语义引导的场景识别方法在实际部署时，需要通过目标检测或者语义分割等技

术从输入图像中提取出物体语义信息。物体信息提取过程所需的计算资源远超常规分类

网络的需求。这不仅给算力有限的边缘设备带来了沉重负担，也严重影响了场景识别技

术在实际应用中的运行速度。因此，有必要探讨如何在不增加额外计算负担的前提下，

利用语义信息辅助提升场景识别网络的性能。 
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1.4 本文主要研究内容及章节安排 

围绕 1.3 小节中对基于语义引导的场景识别方法现存问题的分析，本文旨在探讨如

何充分且高效地利用语义信息提升场景识别性能，并据此开展了一系列深入的研究。本

文的结构框架如图 1-3 所示。 

全文共分为六个章节，各章节内容的安排如下： 

第一章，绪论。本章首先阐述了场景识别任务的研究背景与意义；其次，简要回顾

了场景识别领域的研究现状；然后，归纳总结了当前基于语义引导的场景识别技术所面

临的问题与挑战；最后，介绍了本文的主要研究内容及章节安排。 

基
于
语
义
引
导
的
场
景
识
别
算
法
研
究

主要研究内容

针对问题 方法建模

场景内多变的空间布局难以充
分建模

不同场景中相同语义物体导致
的高类间相似度

对场景内物体信息利用的可解
释性不足

物体信息提取过程对算力的高
需求限制了语义引导的识别方

法的实际部署

基于语义空间关系建模的室内
场景识别方法
（第二章）

基于语义空间关系和物体共
现性建模的室内场景识别方法

（第三章）

基于物体间鉴别性图建模的
的室内场景识别方法

（第四章）

基于语义嵌入的类间相似度
原型的场景识别方法

（第五章）

（第一章）研究背景与意义
国内外研究现状

面临的问题与挑战
论文组织架构

工
作
总
结

研
究
展
望

 

图 1-3 本文的组织架构 

Fig. 1-3 Organizational structure of this thsis 

第二章，基于语义空间关系建模的室内场景识别方法。本章针对场景内多变的空间

布局难以充分建模的问题，提出了一种语义空间关系建模方法。首先，借助语义分割技

术解耦输入图像中物体的空间信息，并设计自适应置信度滤波器以缓解语义分割精度有

限所引起的语义歧义问题；然后，根据语义分割结果的特性，结合现有网络构建了一个

语义空间关系模块，以探索场景内的语义空间关系；最后，在探索出的空间信息的基础
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上，构建了组合语义空间关系模块，确保对场景内信息的全面利用。 

第三章，融合语义空间关系和物体共现性建模的室内场景识别方法。本章针对不同

场景中相同语义物体导致的类间相似度问题，提出先将场景相关特征分配给物体，再建

模物体共现性的解决思路。首先，基于图像特征提取模块和第二章设计的语义空间关系

模块提取场景特征；其次，构建了语义节点特征聚合模块，将场景特征分配至各物体语

义节点，为物体赋予场景相关特征，藉此区分跨场景相同语义的物体，并生成语义节点

特征序列；然后，构建了全局-局部依赖模块，通过注意力机制深入挖掘语义节点特征

间的长期共现关系，并以此为基础精细调整全局特征，提升场景识别性能。 

第四章，基于物体间鉴别性图建模的室内场景识别方法。针对场景内物体信息利用

的可解释性不足的问题，本章提出了一种基于数据推理的方法，旨在以更具可解释的方

式利用物体信息中隐藏的鉴别性知识辅助场景识别。首先，基于概率统计方法处理所有

训练图像的语义分割结果，构建物体间鉴别性原型以建模物体间相关性；然后，将像素

级场景特征作为图节点，并借助物体间鉴别性原型中的先验知识编码节点之间的鉴别性

相关性；最后，通过图卷积和映射操作，将物体间鉴别性知识和场景特征显示融合，提

高场景识别性能。 

第五章，基于语义嵌入的类间相似度原型的场景识别方法。针对物体信息提取过程

对算力的高需求限制了语义引导的场景识别方法的实际部署这一问题，本章提出了一种

高效利用物体信息的方法。首先，基于语义分割和统计分析捕获各场景类别中物体信息

的分布情况，并据此量化类别间相似度，构建类间语义相似度原型；然后，设计了渐进

标签软化和批量级对比损失两种策略，利用相似度原型中的先验知识指导网络训练过

程；最终实现在不增加额外计算负担或网络参数的前提下，利用物体信息提升场景识别

性能。 

第六章，总结与展望。对本文的主要研究成果进行了总结与归纳，并对尚未解决的

问题进行了深入探讨，继而对未来可继续深入研究的方向做出了展望。 
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2 基于语义空间关系建模的室内场景识别方法 

2.1 引言 

如图 2-1 所示，相比于室外场景，室内场景识别由于其多样化的空间布局，面临更

加严峻的挑战。因此，开发一种有效的室内场景表示方法十分关键。最近关于场景本质

的研究[10]表明，场景识别与其所包含的物体间上下文关系紧密相关。基于这一点，本章

旨在深入探索物体间的空间关系，利用场景内的语义空间信息辅助场景识别。 

卧室 病房 教室 餐厅

室内场景

山脉 雨林 天空 沙滩

室外场景

 

图 2-1 一些室内场景和室外场景的示例 

Fig. 2-1 Some examples of indoor scenes and outdoor scenes 

最近已有研究通过建模物体间的空间上下文关系辅助场景识别，取得了不错的成

效。例如，文献[41]利用物体-关系-物体三联体探索物体间的空间顺序关系；文献[28,42]

分析了场景中物体区域之间的空间度量关系。然而，空间关系的范畴不仅限于顺序和度

量，还包括拓扑关系（如枕头被床包围的概念）[47]。显然，仅依靠人工定义的方式对一

种空间关系进行建模，无法全面分析场景中复杂多变的空间布局。启发于 DNN 强大的

拟合能力[22]，本章利用 DNN 以端到端的方式自适应建模场景内的空间上下文信息。需

要注意的是，文献[28,42]也提出为骨干网络分配语义标签以分析物体区域特征之间的空

间度量关系，但这些方法的有效性主要依赖于骨干网络提取特征的鉴别性能力。然而，

骨干特征中的与空间关系无关的信息（如颜色），可能会在训练过程中阻碍对网络表示

空间上下文能力的优化。相比之下，本章构建了一个语义空间关系模块（Semantic Spatial 

Relation Module，SSRM），旨在全面探索场景中物体间的所有空间关系。首先，借助

语义分割技术解耦出输入图像中的空间信息，避免不相关信息的干扰，确保网络输入的
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纯净性。然后，利用神经网络探索语义分割结果内部物体之间的空间关系。在 SSRM 建

模出的空间特征的基础上，本章进一步构建了组合语义空间关系模块（Combined 

Semantic Spatial Relation Module，CSSRM），确保对场景内所有信息的充分利用。 

此外，鉴于语义分割技术的精度有限，所有基于语义分割的方法均面临语义歧义的

消极影响，这也是很少有研究直接从语义分割结果入手进行场景识别的原因之一。现有

方法通常使用固定的置信度阈值策略[32,42]缓解歧义问题，但这种策略的泛化能力不足，

随着数据量的增加，效果有限。为应对这一挑战，本章设计了一个简单高效的自适应置

信度滤波器（Adaptive Confidence Filter，ACF），ACF 可以根据每个图像的具体情况，

自适应地选择需要过滤的语义歧义点，并取得了显著的效果。 

2.2 语义空间关系特征提取 

考虑到场景内的空间关系包括拓扑（如枕头被床包围）、顺序（如椅子在桌子的后

面）和度量关系（如画板和人之间的距离）[47]，仅仅以人工定义的方式不足以分析场景

中如此多样化的空间布局。因此，基于 DNN 强大的拟合能力[22]，本章构建了语义空间

关系模块（SSRM），以端到端的方式自适应建模场景内的空间上下文关系。图 2-2 展

示了 SSRM 的整体框架。 
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图 2-2 语义空间关系模块（SSRM） 

Fig. 2-2 Semantic Spatial Relation Module (SSRM) 

首先，为了在训练过程中避免空间无关信息的消极影响，将给定图像 3w hI   输入

至一个语义分割网络，以获得语义分割得分张量（Semantic segmentation score tensor）
w h lM   （其中 150l = ）[48,49]。张量M 仅包含纯净的空间信息，排除了非必要的信息
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干扰。然后，将 M 作为网络的输入，确保此模块仅处理与空间相关的信息，从而深入

挖掘场景中的空间上下文关系。SSRM 将生成一个空间上下文特征 1 c

SF  （ 2048c = ），

它是给定图像 I 中空间上下文信息的集中体现。 

2.2.1 自适应置信度滤波器 

由于语义分割网络的精度限制，分割结果出现误差在所难免。现有的方法[32,42]试图

通过固定的置信度阈值过滤歧义点。然而，该策略泛化性不足，尤其是在处理大型数据

集时效果有限。为了缓解语义歧义带来的影响，本节设计了一个自适应置信度过滤器

（ACF），基于每个图像的具体状态，自适应地过滤其语义分割得分张量。 

具体来讲，ACF 利用一个2 2 的滤波器对M 的各个通道（Channel）进行平滑处理。

在应用滤波器的每个区域，ACF 只选取该区域内置信度最高的像素。对M 的所有通道

进行处理后，生成了一个新的张量 2 2

w h
l

M
 

 。图 2-3 是 ACF 应用于M 的一个示例。M

对应的语义分割标签图，其每个内部点代表了M 中在1 1 l  的范围内置信度最高的通道

位置。而在M对应的语义分割标签图中，每个内部点则反应了M 中2 2 l  范围内置信

度最高的通道位置。通过利用范围内的自适应筛选而非固定的置信度阈值来过滤语义分

割得分张量，ACF 能够根据每张图像的具体特性提高语义分割结果的精度。此外，ACF

还有助于减少后续网络处理的输入尺寸，从而降低计算成本。本章将在第 2.5 小节中详

细比较和分析计算成本。 
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图 2-3 自适应置信度滤波器的实施示例 

Fig. 2-3 An illustration of Adaptive Confidence Filter 

2.2.2 空间关系建模过程 

接下来，利用残差块（ResBlocks）处理过滤后的语义分割得分张量M，以探索物

体区域之间的空间关系。ResBlocks 源自原始的 ResNet50 架构[22]，包括几个关键的残差

基本块（即ResBlock 2、ResBlock 3 和ResBlock 4）。考虑到 ( ),i jM  中的各通道值表示图
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像 I 中对应位置的预测语义概率[48,49]，本章追随 SAS-Net[33]的做法，在几个残差块内部

引入了通道注意力模块（Channel Attention Module，ChAM)[50]，以帮助网络更好地聚焦

于关键物体。图 2-4 展示了 ChAM 作用于 ResBlock 的示意图。更具体地说，给定特征

图 
0 0 0w h lF   ，ChAM 首先采用平均池化和最大池化操作聚合 F 的空间信息，得到特

征向量 avgF 和 maxF 。 avgF 和 maxF 经过一个共享权重的多层感知机（Multi-Layer Perceptron，

MLP）处理后并逐元素相加。最后，经过 Sigmoid 激活函数处理，生成通道注意力图

( )
01 1 l

cM F   ： 

 ( ) ( ) ( )( ) ( )( ) ( )( )( )1 0 1 0c avg maxM F MLP F MLP F W W Avg F W W Max F = + = +  (2-1) 

其中， 表示 Sigmoid 激活函数，
0 0( / )

0

l r lW  和
0 0( / )

1

l l rW  是 MLP 的权重，每个 0W 之后

都有一个 ReLU 激活函数， 16r = 是缩减率[50]。随后， ( )cM F 被用于加权特征图F ： 

 ( )cF F M F F =   (2-2) 

其中 表示元素级乘积（Hadamard product），表示元素级相加。 

MLP

MaxPool

AvgPool

ResBlock+ChAM

0 0 0w h lF  

0 0 0w h lF  

上一个

ResBlocks

下一个

ResBlocks

 

图 2-4 ResBlock 与通道注意力模块结合的示意图 

Fig. 2-4 Illustration of ResBlock in combination with the Channel Attention Module 

通过上述对M中物体区域之间的空间关系的探索，可以获得基于语义的空间特征

SF ，它包含丰富的空间上下文信息。 

2.3 面向场景识别的全局特征提取 

鉴于输入到 SSRM 的语义分割得分张量未包含输入图像的颜色和纹理等信息，为了

充分利用图像蕴含的信息，本章将 SSRM 和 PlacesCNN[19]相结合，构建了组合语义空间

关系模块（Combined Semantic Spatial Relation Module，CSSRM），图 2-5 展示了 CSSRM

的整体框图。 
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语义分割

PlacesCNN

全局聚合
模块

SSRM

分类器
客厅

餐厅

卧室
走廊

...

SF

RF
 

图 2-5 组合语义空间关系模块 

Fig. 2-5 Combined Semantic Spatial Relation Module 

2.3.1 PlacesCNN 模块 

本模块的骨干网络为以 ResNet50（去除了池化层）[22]为基础的 PlacesCNN[19]模型。

本模块的输入是给定的原始红绿蓝（Red Green Blue，RGB）图像 3w hI   ，输出是一

个高级深度特征 1 c

RF  。为确保与其他现有算法的公平比较，当在 MIT-67 数据集[17]

上对本章算法进行评估时，本模块在 Places365 数据集[19]上进行了权重预训练；而在

Places_7 和 Places_14 数据集[19]上对本章算法进行评估时，本模块在 ImageNet 数据集[18]

上进行了权重预训练。 

2.3.2 基于条带深度卷积的全局聚合模块 

前面的处理过程成功提取了空间特征 1 c

SF  和深度特征 1 c

RF  。接下来，如图

2-6 所示，构建了一个全局聚合模块，深入挖掘 SF 和 RF 之间的互补信息。挖掘 SF 和 RF 之

间的互补信息是进行场景识别的关键，受 MobileNet[51]和 OTS-Net[52]的启发，本节使用

了一种从通道（Channel）维度聚合两个特征的策略，即条带深度卷积（Strip Depth-Wise 

Convolution）。2.5 小节将把此架构与其他聚合架构进行比较，以彰显其优越性。下面

对本模块进行详细介绍。 

首先，将 RF 和 SF 的各个通道进行级联，得到 2 cF  。随后，通过一层 MLP 对其

进行处理（使用了残差结构以防止过拟合），输出 2 cF  ： 

 ( )( )( )( )n m m nF F W Drop W F b b   = + + +  (2-3) 

其中表示 GeLu 激活函数， l c

mW  、 l

mb  、 l c

nW  和 c

nb  是 MLP 内部两个

全连接层的权重（Weight）和偏置（Bias）， 8192l = 。Drop表示比例为 0.1 的随机失

活函数（Dropout）。 
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M
L

P

1 c
SF 

1 c
RF 

条带深度卷积

全局聚合模块

2 cF  2 cF  o cF 

 

图 2-6 全局聚合模块 

Fig. 2-6 Global Integration Module 

随后，通过深度（Depth-Wise，DW）卷积对F的各个通道进行卷积处理，对 RF 和

SF 实现通道维度的精细结合，以深入挖掘二者之间的互补信息。最终得到的全局聚合特

征 o cF  的每个通道值可以被表示为： 

 

2

, ,

1

o

m i m i m

i

F K F
=

=   (2-4) 

其中 K 表示大小为2 1 M  的深度卷积核。K 中的第 thm 个卷积核被应用于F的第 thm 个

通道，以生成 oF 的第 thm 个通道值， 2048M = 。 

最后，全局聚合特征 oF 将被送入一个全连接层以进行最终的场景预测。 

2.4 场景识别常用数据集介绍 

为了促进场景识别领域的发展，业内学者们陆续发布了多个大规模的场景识别数据

集，本节对三个广泛使用的数据集进行简要介绍。 

2.4.1 MIT-67 数据集 

MIT-67 数据集[17]由来自 67 个不同室内场景类别的 15620 张图片组成，其中每张图

片在最短边上的分辨率不低于 200 像素。这些场景类别可被分为居家环境、商店、办公

区域、休闲场所和公开场合 5 大部分。由于室内场景多变的空间布局引发的类内差异，

以及跨场景共存的常见物体导致的类间相似性，MIT-67 数据集颇具挑战性。该数据集

适用于以场景理解和环境感知为核心的视觉认知任务，目前由麻省理工学院持续维护。

每个场景类别包含至少 100 张图片，官方的评估方案[17]指定 80 张图片用于训练，20 张

图片用于测试。数据集示例如图 2-7 所示。 



山东大学硕士学位论文 

 

17 

浴室
(Bathroom)

卧室
(Bedroom)

书店
(Bookstore)

教室
(Classroom)

走廊
(Corridor)

健身房
(Gym)

医院
(Hospital room)

厨房
(Kitchen)  

图 2-7 MIT-67 数据集的部分场景类别 

Fig. 2-7 Subset of scene categories of MIT-67 dataset 

2.4.2 SUN397 数据集 

SUN397 数据集[53]是一个覆盖室内外场景的庞大数据集，汇集了来自 397 个不同场

景类别的共计 1108754 张图片，每张图片的分辨率大约为 500×300 像素。该数据集包

括 175 个室内场景类别、220 个室外场景类别，以及 2 个融合了室内外元素的场景类别。

遵循官方的评估体系[53]，每个类别分配 50 张图片进行训练，另外 50 张图片用于测试。

数据集示例如图 2-8 所示。 

2.4.3 Places 数据集 

Places 数据集[19]是目前最大的以场景为中心的数据集之一，涵盖了大约 180 万张训

练图像和 365 种不同的室内外场景类别，是迄今为止面向场景分类领域中最具挑战性的

数据集。每个场景类别包含了 5000 张训练图像及 100 张评估图像。为了与其他室内场

景识别方法[45,52]公平比较，本文采用了该数据集的两个简化版本：Places_7 与 Places_14。

其中，Places_7 聚焦于 7 种室内场景类别，包括浴室、卧室、走廊、餐厅、厨房、客厅

和办公室，数据集示例如图 2-9 所示。而 Places_14 则包括 14 种室内场景类别，涵盖阳

台、卧室、餐厅、家庭办公室、厨房、客厅、楼梯、浴室、壁橱、车库、家庭影院、自

助洗衣店、游戏室以及酒吧，数据集示例如图 2-10 所示。 
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飞机机舱
(Airplane cabin)

面包店
(Bakery shop)

浴室
(Bathroom)

沙滩
(Beach)

山丘
(Hill)

图书馆
(Library)

办公室
(Office)

玩具店
(Toyshop)  

图 2-8 SUN397 数据集的部分场景类别 

Fig. 2-8 Subset of scene categories of SUN397 dataset 

 

浴室
(Bathroom)

卧室
(Bedroom)

走廊
(Corridor)

餐厅
(Dining room)

厨房
(Kitchen)

客厅
(Living room)

办公室
(Office)  

图 2-9 Places_7 数据集的场景类别 

Fig. 2-9 Scene categories of Places_7 dataset 
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阳台
(Balcony)

卧室
(Bedroom)

壁橱
(Closet)

家庭办公室
(Home office)

游戏室
(Playroom)

自助洗衣店
(Laundromat)

家庭影院
(Home theater)

酒吧
(Wet bar)  

图 2-10 Places_14 数据集的部分场景类别 

Fig. 2-10 Subset of scene categories of Places_14 dataset 

2.5 实验结果与分析 

本节对提出的基于语义区域关系建模的室内场景识别框架在 MIT-67、SUN397（取

其 175 个室内类别）、Places_7 和 Places_14 这 4 个公开数据集上进行了评估。下面首

先介绍实验的基本设置，然后通过多项消融实验验证各个组件的有效性，最后将所提算

法与当前先进的算法进行比较。 

2.5.1 实验设置 

本章针对室内场景识别，使用 MIT-67、SUN397（取其 175 个室内类别）、Places_7

和 Places_14 数据集验证所提算法。 

（1）语义分割 

在本文所有的实验中，语义分割（Semantic segmentation）过程均由在 ADE20K 数

据集[49]上预训练的 Vision Tranformer Adapter[48]进行。对于给定的图像 3w hI   ，语义

分割的结果是一个得分张量（Score tensor） w h lM   ，该张量可以用来生成图像 I 的

语义分割标签图（Label map） w hL  。图像 I 中位置 ( ),i j 的语义预测概率被表示为
1 1

,
l

i jM   ，其中 150l = 是语义标签的类别总数。标签图 L中位置 ( ),i j 处的值 ijL 表示 I

中对应位置的语义标签。 
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（2）训练细节和超参数 

为深入探索输入场景中的空间信息，在训练语义空间关系模块（SSRM）时，需要

消除空间无关信息的影响。因此，本节实施了一个两阶段（Two-stage）的训练过程。在

第一阶段，SSRM 和 PlacesCNN 模块被分别独立训练。在第二阶段，则固定了 SSRM 和

PlacesCNN 模块的权重，仅对后续模块进行训练。为简化训练流程，采用了 ALI-G 优化

器[54]优化网络参数。该优化器仅需设定一个初始学习率超参数，在本节的所有实验中，

将初始学习率统一设置为 0.1。在训练的第二阶段，为了避免过拟合，在最终的分类器

中引入了随机失活正则化技术（Dropout），设定失活概率为 0.8。 

本文的方法是在 PyTorch[55]和 SAS-Net[33]的开源框架下实现。在最终评估所提方法

的性能时，采用了标准的 10-crop 评估策略[33,56]，以保证与其他方法的公平比较。 

2.5.2 语义空间关系模块架构的消融实验 

本小节在 MIT-67 和 SUN397 数据集上对不同的语义空间关系模块（SSRM）的架构

进行了对比评估，研究了自适应置信度滤波器（ACF）和通道注意力模块（ChAM）对

识别精度的影响。表 2-1 展示了实验结果。 

如表 2-1 所示，利用 ACF 对语义分割得分张量进行过滤处理，不仅显著提升了识别

性能，还大幅降低了计算成本。与直接使用原始得分张量相比，将 ACF 整合至 SSRM

后，在 MIT-67 数据集上的识别准确率提高了 3.43%至 5.75%，在 SUN397 数据集上也实

现了 2.365%至 3.705%的准确率增长，同时，浮点运算数（Floating Point Operations，

FLOPs）减少了 17.89G。此外，ChAM 的引入进一步提高了 SSRM 的识别性能，而这仅

增加了微小的计算成本。 

表 2-1 SSRM 的不同架构的消融结果 

Tab. 2-1 Ablation results for different architectures for the SSRM 

模型架构 预训练 MIT-67 (%) SUN397 (%) FLOPs (G) 

ResNet50 无 64.403 50.529 27.2 

4 4 ACF + ResNet50 无 70.149 52.894 9.31 

2 2 ACF + ResNet50 无 69.627 53.035 9.31 

ResNet50_ChAM 无 69.851 54.624 27.3 

4 4 ACF + ResNet50_ChAM 无 73.284 57.4 9.32 

2 2 ACF + ResNet50_ChAM 无 74.403 58.329 9.32 

2 2 ACF +ResNet50_ChAM Places365 81.642 66.953 9.32 

接下来，本节探讨了使用不同过滤尺寸的 ACF 对 SSRM 识别性能的影响。结果显

示，相较于应用4 4 ACF，采用2 2 ACF 可令 SSRM 在 MIT-67 和 SUN397 数据集上的
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识别准确率分别增加 1.12%和 0.929%。这一现象表明，尽管 ACF 能有效缓解由于语义

歧义引发的负面影响，但也可能导致输入张量中部分物体信息的丢失。因此，在选取

ACF 的过滤域尺寸时，应兼顾物体信息保留与语义歧义缓解之间的平衡。值得注意的是，

尽管4 4 ACF 可能会导致更多物体信息的丢失，其仍旧在 MIT-67 和 SUN397 数据集上

分别使 SSRM 的识别准确率显著增长了 3.43%和 2.776%，进一步凸显了 ACF 在 SSRM

架构中的关键作用。 

根据上述实验结果，在最终选定的 SSRM 架构中，首先使用2 2 大小的 ACF 处理

语义分割得分张量，然后利用集成了 ChAM 的 ResNet50 架构进行后续处理。同时，如

表 2-1 最后一行所示，本节还在 Places365 数据集上选定的模型架构进行了预训练，从

而在下游数据集上达到了更高的识别精度。 

2.5.3 物体信息数量的影响 

为了探索物体信息对 SSRM 的影响，本节进行了一系列消融实验，在 MIT-67 和

Places_14 两个数据集上探讨了物体信息数量变化对场景识别性能的影响。图 2-11 展示

了实验结果，其中横轴代表 SSRM 所利用的场景内物体信息类别的数量，范围区间设定

为 70 至 150，间隔为 10。 

 

图 2-11 物体信息数量的消融研究 

Fig. 2-11 Albation study on the number of object information 

注：按照 ADE20K 数据集中的物体类别列表为顺序，选取了对应数量的物体信息。 

从图 2-11 可以明显看出，场景识别的准确率与所使用的物体信息数量之间存在显著

的正相关性。随着物体信息类别数量的增加，识别精度大大提高。例如，在 MIT-67 数
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据集上，使用 150 个语义类别相较于使用 70 个语义类别，识别准确率提高了 8.81%；

同样地，在 Places_14 数据集上，准确率也提高了 3.073%。此外，值得注意的是，物体

信息数量的增加并不总是导致识别精度的线性提升。在某些情况下，识别精度的提升幅

度较小，甚至出现轻微下降。例如，当物体类别数量从 80 增至 90 时，在 Places_14 数

据集上的识别精度反而降低了 0.143%，而在 MIT-67 数据集上，准确率也低于前者

0.448%。这一现象是因为此时新增的物体类别为汽车、卡车、路灯、塔等与室内场景关

联度较低的物体类别，因此，物体语义类别与场景类别的相关性对 SSRM 的有效性也十

分关键。 

2.5.4 不同的特征聚合策略的对比 

为验证所采用的全局特征聚合模块架构的优越性，本小节在 MIT-67 数据集上进行

了实验，对比了多个聚合 RGB 深度特征 RF 和语义空间特征 SF 的方法，并将其与两个基

准模型（PlacesCNN 和 SSRM）进行了比较，实验结果如表 2-2 所示。为便于理解，图

2-12 简要展示了上述两种聚合策略。其中，特征级联（Concatenation）策略曾在 BORM[45]

中被采用以达到类似目的，而语义门控（Semantic gating）策略则在 SAS-Net[33]中有类

似应用。 

表 2-2 对不同的全局聚合模块架构的消融实验 

Tab. 2-2 Ablation results for different architectures of Global Aggregation Module 

结合方式 精度（%） FLOPs (k) 

PlacesCNN 84.776 - 

SSRM 81.642 - 

条带卷积 88.731 143.4 

特征级联 88.582 274.4 

语义门控 85.0 137.2 

2 cF 

Sigmoid

o cF 

SF

RF

语义门控

2 cF 

SF

RF

2o cF 
特征级联

Cat

 

图 2-12 特征级联和语义门控的图例 

Fig. 2-12 Illustration of feature concatenation and semantic gating 
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表 2-2 的结果显示，无论采用哪种聚合策略，都能获得比两个基准模型更好的性能。

这强调了在场景识别任务中深入挖掘语义空间特征与 RGB 深度特征之间互补信息的关

键意义。进一步地，相较于特征级联策略，条带卷积不仅减少了计算资源（FLOPs）消

耗，还在准确性上有所提高，这凸显了条带卷积在挖掘特征互补信息方面的独特优势。

意外的是，先前在 SAS-Net[33]中表现优异的语义门控机制，在本实验中的性能却是最低

的，仅比 PlacesCNN 高出 0.224%。这可能是因为 Sigmoid 激活函数改变了语义空间特征

的尺度，从而对其与 RGB 深度特征的融合产生了负面影响，这说明语义门控可能不适

用于本章的网络架构。经过综合比较，条带卷积因其最佳的性能表现被选为特征 RF 和 SF

的聚合策略。 

2.5.5 与现有算法的性能比较 

本节在 MIT-67、SUN397、Places_7 和 Places_14 四个室内场景数据集上将所提出的

方法与现有的先进方法进行了比较。除非另有说明，所有比较方法的结果均直接引用自

它们各自的原始论文。 

（1）基于 SSRM 的比较 

在这一部分，本节将 SSRM 与其他仅依赖语义分割或物体检测结果获取场景表示的

方法进行了对比，结果如表 2-3 所示。为了确保公平比较，在 MIT-67 上进行验证时，

先在 Places365 数据集上对 SSRM 进行了预训练；而在 Places_7 和 Places_14 数据集上，

则从头开始训练 SSRM。由于其他相关研究并未在 SUN397 数据集上进行验证，故本节

未展示 SSRM 在 SUN397 数据集上的表现。从实验结果可以明显看出，SSRM 展现出了

显著的性能优势。这进一步验证了在室内场景识别任务中，对语义空间关系进行建模的

重要性和有效性。 

表 2-3 SSRM 与现有先进算法的比较 

Tab. 2-3 Comparison of SSRM with the state-of-the-art methods 

算法 Places_14 (%) Places_7 (%) MIT-67 (%) 

Deduce ( obj )[39] 47.00 62.60 - 

BORM[45] 74.90 83.10 - 

OTS-Net[52] 85.90 90.10 - 

SAS-Net (SemBranch)[33] - - 73.43 

SSRM 86.71 93.14 81.64 

（2）基于 CSSRM 的比较 

如表 2-4 和表 2-5 所示，本小节将本章所提出的完整模型（CSSRM）与现有的先进

场景识别方法进行了对比。可以明显看出，CSSRM 在有效性和泛化性能方面均优于大
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多数现有的室内场景识别算法。相比于依靠场景中物体的语义信息辅助场景识别的其他

方法[32,33,39,42,45,52]，CSSRM 展现出了更优越的识别性能，这不仅验证了本章对语义空间

信息的探索极为有效，也强调了深入研究 RGB 深度特征表示与语义空间特征表示之间

互补信息的重要性。此外，CSSRM 还优于当前通过多分支策略获取场景多尺度信息的

方法[32,33,38,45,58,59]，进一步表明了将场景中的物体语义信息作为一个额外信息源并提取其

高级表示的有效性。总的来讲，这些实验结果验证了所提出的方法在室内场景识别领域

的优越性和广泛适用性。 

表 2-4 在 MIT-67 和 SUN397 数据集上 CSSRM 与现有先进算法的比较 

Tab. 2-4 Comparison of CSSRM with the state-of-the-art methods on MIT-67 and SUN397 

算法 MIT-67 (%) SUN397 (%) 

Dual CNN-DL[26] 76.56 70.13 

NNSD+ICLC[37] 84.30 64.78 

SDO-Net[32] 86.76 73.41 

SAS-Net[33] 87.10 74.04 

CCF-Net[38] 87.30 - 

DeepScene-Net[57] 71.00 - 

ARG-Net[42] 88.13 75.02 

PL + AP + AI + IM[58] 88.06 74.12 

LGN[28] 88.06 73.85 

MR-Net[59] 88.08 73.98 

MASR[60] 88.50 75.01 

CSSRM 88.73 75.48 

表 2-5 在 Places_14 和 Places_7 数据集上 CSSRM 与现有先进算法的比较 

Tab. 2-5 Comparison of CSSRM with the state-of-the-art methods on Places_14 and Places_7 

算法 Places_14 (%) Places_7 (%) 

Word2Vec[61] 83.70 - 

Deduce[39] - 88.10 

BORM[45] 85.80 90.10 

OTS-Net[52] 85.90 90.10 

AGCN[62] 86.00 91.70 

CSSRM 88.71 93.43 
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2.6 本章小结 

本章构建了一个语义空间关系模块（SSRM），旨在深入挖掘室内场景中复杂多变

的空间上下文信息。首先，在语义分割技术的帮助下将场景中的关键空间信息解耦出来，

避免空间无关信息的影响，确保 SSRM 能够专注于对空间关系的探索。然后，设计了一

个自适应置信度滤波器（ACF），有效缓解了语义分割结果中的歧义所带来的负面影响，

为处理语义分割的不确定性提供了一种切实可行的解决方案。在上述基础上，构建了一

个专门针对语义分割结果（即语义得分张量）的网络架构，该架构整合了 ResNet 和通

道注意力机制，以确保 SSRM 能够全面理解和表达场景中的空间布局。此外，考虑到

SSRM 的输入过滤了颜色和纹理等空间无关的信息，将 SSRM 与以 RGB 图像为输入的

PlacesCNN 进行整合，并基于条带深度卷积设计了一个全局特征聚合模块，深入挖掘和

利用两个模块间的互补特征，进而优化最终的场景表示。在多个公开场景数据集上进行

的实验验证了所提方法的有效性。与现有的场景识别方法相比，本章方法展现出了更优

异的性能。 

尽管本章方法通过建模物体间的空间上下文信息提升了场景识别精度，但未充分考

虑跨场景共存的鉴别性物体可能导致的类间相似问题。因此，下一章将致力于研究解决

此问题的方法，以期更有效地利用物体信息辅助场景识别。 
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3 融合语义空间关系和物体共现性建模的室内场景识别方法 

3.1 引言 

本文第二章探讨了通过神经网络深入挖掘场景中的空间上下文信息以辅助场景识

别的可行性。除了空间信息，场景中的物体共现性对于场景识别同样具有重要意义。已

有一些研究[32,41,45]致力于建模物体共现性以实现场景识别。这些方法通过计算不同场景

中物体的概率分布，推断出与特定场景类别紧密相关的鉴别性物体，取得了显著的效果。

然而，如图 3-1 所示，一些场景中的鉴别性物体可能是相同的（例如，“病房”和“卧

室”场景中的“床”，“教室”和“餐厅”场景中的“桌子”），这对基于物体共现性

建模的方法提出了巨大挑战。 

卧室 病房 教室 餐厅

室内场景

 

图 3-1 一些室内场景的示例 

Fig. 3-1 Some examples of indoor scenes 

本章提出了一个新颖的思路应对上述挑战，灵感来源于人类视角：如图 3-1 所示，

尽管“卧室”和“病房”中的鉴别性物体相同，人们仍能轻松区分这两个场景。这是因

为同一物体在不同场景类别中往往呈现出不同的特性（例如，“卧室”和“病房”中“床”

的明显差异）。基于这一观察，本章提出在探索不同场景中物体的共现性之前，先将给

定场景的相关特征分配到这些物体。这样一来，就能使网络像人类一样区分具有相同语
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义的物体。然而，随之而来的问题是，由于同一物体在不同的场景中具有了不同的特征，

在本研究中手工统计方法[32,45]不再适用于探索物体共现性。幸运的是，Transformer[63]

的出现提供了一种灵活的注意力机制架构，能够捕获序列特征之间的长期依赖关系。一

些基于 Transformer 的方法[64-67]通过注意力机制探索局部特征之间的全局交互作用以获

得鉴别性特征。受此启发，本章构建了一个全局-局部依赖编码器，以端到端的方式建

模物体特征之间的长期共现性。 

基于上述思路，本章在第二章构建的语义空间关系模块（SSRM）的基础上，进一

步提出了 SpaCoNet，旨在通过同时建模场景中的空间关系（Spatial relation）和物体共

现性（Co-occurrence of objects）进行室内场景识别。 

3.2 融合语义空间关系和物体共现性的场景识别框架 

3.2.1 总体架构 

语义空间关系

模块（SSRM）

分类器
客厅

餐厅

卧室
走廊

...

特征聚合

语义分割

编码器

编码器

解码器

全局-局部依赖

空间上下文关系

Max

得分张量

图像特征提取模块

语义特征序列

SF

IF

l

l

M

M 

ACF

 

图 3-2 SpaCoNet 的整体架构 

Fig. 3-2 Pipeline of the proposed SpaCoNet 

图 3-2 展示了所提出的 SpaCoNet 的整体流程。该框架包括五个主要模块：（1）语

义空间关系模块，（2）图像特征提取模块，（3）语义节点特征聚合模块，（4）全局-

局部依赖模块，以及（5）场景分类器。语义空间关系模块负责生成描述场景中各物体

区域间空间关系的特征图；图像特征提取模块则负责提供来自 PlacesCNN 的特征图，

PlacesCNN 在大型数据集 Places365[19]上进行了预训练，以获得 RGB 图像的高级表示；

这两个模块生成的特征图，连同输入图像的语义分割标签图，被送入语义节点特征聚合

模块。该模块依据语义标签图，分别对两个特征图进行特征聚合，生成两组语义特征序

列，并将这些序列传递给全局-局部依赖模块。然后，全局-局部依赖模块通过注意力机

制挖掘这些语义特征序列内部的长期共现关系，并利用这些共现信息优化全局特征。最
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后，经过精细优化的全局特征被送入场景分类器，进行场景类别预测。 

3.2.2 语义空间关系模块 

鉴于语义空间关系模块（SSRM）已经在第二章得到了详细介绍，本节不再对其进

行冗余描述。与第二章的操作不同的是，本章移除了 SSRM 中的全局平均池化层，旨在

保留像素级的细节信息。这样一来，通过 SSRM 得到了基于语义的空间特征 32 32

w h
c

S
F

 

 ，

为后续语义节点特征聚合模块的处理提供了便利。 

3.2.3 图像特征提取模块 

除空间关系外，场景中的物体共现也是识别场景的重要因素。虽然空间关系本身也

隐含了一定程度的多物体共现信息，但其主要关注点在于探究物体间的位置关系，而不

涉及物体自身的属性（如颜色）。这也是本章使用解耦的语义分割得分张量M 作为 SSRM

的输入探索空间关系的原因。然而，由于M 不包含物体本身的特征信息，SSRM 缺乏区

分可能出现在不同场景中的鉴别性物体的能力，导致对物体共现性的探索不够充分。因

此，构建了一个针对图像 I 的图像特征提取模块（Image Feature Extraction Module，

IFEM），以提取完整的图像深度特征 IF 。通过结合 IF 和 SF ，可以将场景相关特征与后

续模块中的物体联系起来，进而深入挖掘场景中物体的共现性。 

具体来说，与第二章的操作类似，为充分利用图像中包含的信息，将 SSRM 与作为

图像特征提取模块的 PlacesCNN 相结合。PlacesCNN 由在 Places 数据集[19]上预训练的几

乎完整的 ResNet50 架构组成。需要注意的是，PlacesCNN 排除了 ResNet50 中的池化层，

原因是池化层会引入平移不变性（Translation invariance），这种不变性会导致在顶层特

征层中模糊不同节点特征之间的差异[68]。这种模糊阻碍了后续模块对全局-局部依赖关

系的探索。 

给定图像 3w hI   ，IFEM 为其生成一个高级深度特征 16 16

w h
c

I
F

 

 。然后，特征 SF

和 IF 被送入语义节点特征聚合模块中，实现将场景相关特征与物体语义的结合。注意，

为了便于后续处理，采用双线性插值算法对 SF 进行了插值处理，使其分辨率与 IF 保持

一致。 

3.2.4 语义节点特征聚合模块 

为了区分不同场景中的相同物体，本节设计了语义节点特征聚合模块，该模块将输

入场景的相关特征分配到场景内的各个物体上。通过依次将空间特征 SF 和深度特征 IF

输入到本模块，可以得到这两个特征各自对应的语义特征序列。 

对于每幅图像，首先从 SSRM 中获取其语义分割得分张量M ，进而根据M 中的概

率关系生成语义分割标签图 L。标签图 L能够确保本模块从 SF 和 IF 中提取出的每个像素

级特征匹配到对应的物体上。然而，这个过程面临两个问题： 
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1）语义歧义：由于语义分割技术的精度有限，标签图 L内可能存在歧义点，这可

能对后续工作产生不利影响。 

2）分辨率不匹配：标签图 L的分辨率与输入图像的分辨率一致，但与特征图的分

辨率不一致。 

本节采用了下面介绍的特征聚合方法解决上述问题，本模块的结构框架如图 3-3 所

示。 

PlacesCNN 

or SSRM

特征图

标签图
w h l 

2 2

w h
l 

ACF

语义分割

Mask

GAP

近邻

插值

双线性
插值

语义类别选择

l

特征聚合

l

 

图 3-3 语义节点特征聚合模块 

Fig. 3-3 Semantic Node Feature Aggregation Module 

对于语义歧义问题，首先在得分张量 M 上应用第二章提出的自适应置信度滤波器

（ACF），得到M。然后，利用精炼后的张量M生成标签图 2 2

w h

L


 。这样一来，分

割结果的可靠程度就得到了提高。 

对于分辨率不匹配问题，在得到 L后，利用最近邻插值算法降低其分辨率，使其与

特征图 IF 和 SF 一致。随后，为 l 个物体类别中的每个物体语义o 生成相应的二值掩膜 oL ： 

 
,

,

,

1

0

i jo

i j

i j

L o
L

L o

 =
= 

 
 (3-1) 

对特征图 IF 和 SF 分别应用二值掩膜 oL 进行操作，以提取与物体 o 相关的图像特征

和空间特征。然后，通过平均池化处理，即可获得物体o 的深度特征向量
i c
rgbx  和空

间特征向量
i c
spax  。该过程可表述为： 

 
( )

( )

i o

rgb I

i o

spa S

x AveragePooling F L

x AveragePooling F L

=

=
 (3-2) 

其中 代表元素乘积（Hadamard product） 

然后，将各个物体的特征向量堆叠在一起，形成深度聚合特征 l c

rgbX  和空间聚

合特征 l c

spaX  ： 
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( )

( )

0 1 2 149

0 1 2 149

, , ,...,

, , ,...,

rgb rgb rgb rgb rgb

spa spa spa spa spa

X concat x x x x

X concat x x x x

=

=
 (3-3) 

最后，将 rgbX 和 spaX 输送给全局-局部依赖模块，以探索语义特征序列中的共现信息。 

3.2.5 全局-局部依赖模块 

鉴于同一物体在不同场景中展现出不同的特征，传统的概率统计方法已不再适用于

探索语义特征序列内部的共现性。因此，本文设计了全局-局部依赖模块，该模块基于

注意力机制探索语义特征序列内部的长距离依赖关系，进而优化和调整全局特征。整个

过程如图 3-4 所示。 

编码器 & 解码器

输入序列

多层感知机

层归一化

层归一化

多头注意力

线性层 线性层 线性层

级联

线性层

注意力机制

Q K V

元素级相加

Max 元素级最大

o cF 

语义

RGB

编码器

编码器

解码器Max位置嵌入

 

图 3-4 全局-局部依赖模块的详细结构 

Fig. 3-4 Detailed structure of Global-Local Dependency Module 

具体来说，通过语义节点特征聚合模块，本文构建了深度特征序列 l c
rgbX  和空

间特征序列 l c
spaX  。考虑到最终目标是利用语义特征序列内部的长距离依赖优化全

局表示。因此，首先分别对 IF 和 SF 进行全局平均池化处理以提取各自的全局特征，并

将这两个全局特征分别融合到 rgbX 和 spaX 中，生成特征序列
1 ( 1)l c
rgbX +  和

1 ( 1)l c
spaX +  ： 

 
( )( )

( )( )

1

1

,

,

rgb rgb I

spa spa S

X concat X GlobalAvgPooling F

X concat X GlobalAvgPooling F

=

=
 (3-4) 

同时，考虑到记录与每个节点特征相对应的物体语义类别的必要性，进一步添加了

位置嵌入 ( 1)rgb l c

embP +  和 ( 1)spa l c

embP +  ，以生成编码后的语义特征序列
2 ( 1)l c
spaX +  和

RGB 特征序列
2 ( 1)l c
rgbX +  。这样一来，两个编码器的输入为： 
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2 1

2 1

rgb

rgb rgb emb

spa

spa spa emb

X X P

X X P

= +

= +
 (3-5) 

考虑到这两个特征序列之间的模态差异，首先分别探索它们各自的内部相关性，然

后将二者结合起来，探索整体信息的内在关系。如图 3-4 所示，本模块采用注意力机制，

深入挖掘了局部语义特征节点之间以及这些节点与全局特征节点之间的长距离依赖。启

发于 Vision Transformer[23]，一个编码器块包含三个核心部分：层归一化（Layer 

normalization）、多头自注意力（Multi-head Self-Attention，MSA）和多层感知机

（Multi-Layer Perceptron，MLP）。层归一化用于规范化数据分布，增强模型的泛化能

力。接着是 MSA。之后，采用残差连接传递信息以缓解过拟合。然后，再次应用层归

一化，并通过 MLP 输出编码器块的最终结果。编码器处理图像聚合特征
2 ( 1)l c
rgbX +  和

空间聚合特征
2 ( 1)l c
spaX +  的处理流程可表述为： 

 

( )( )

( )( )

( )( )

( )( )

3 2 2

4 3 3

3 2 2

4 3 3

rgb rgb rgb

rgb rgb rgb

spa spa spa

spa spa spa

X X MSA LN X

X X MLP LN X

X X MSA LN X

X X MLP LN X

= +

= +

= +

= +

 (3-6) 

通过两个编码器分别探索
2

rgbX 和
2

spaX 内部节点间的长期依赖关系之后，采用元素级

最大值的方式将二者融合： 

 ( )4 4,o spa rgbX Max X X=  (3-7) 

为有效利用节点间的长期依赖关系优化场景表示， oX 被送入一个解码器，旨在磨

合图像特征与空间特征之间的差异，并深入挖掘所有信息的内在联系。解码器的结构与

编码器类似，可表述为： 

 

( )( )

( )( )

1

2 1 1

o o o

o o o

X X MSA LN X

X X MLP LN X

= +

= +
 (3-8) 

通过上述过程，在所有特征节点之间建立了稳固的长期共现性，并输出了优化后的

特征表示 2

oX 。 

3.2.6 场景分类器 

为了优化场景表示，本章采用注意力机制（编码器-解码器架构）建模全局节点和

局部节点之间的长期依赖。为防止过拟合，只采用了一层编码器和一层解码器。全局-

局部依赖建模过程产生了优化后的特征表示 2

oX 。如图 3-4 所示，在分类阶段，从 2

oX 中

提取出经过精细打磨的全局特征节点 c

oF  ，作为最终的全局表示。 oF 被送至一个全
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连接层以获得最终的场景预测，并使用交叉熵函数作为损失函数： 

 
( )( )

( )( )1
1

log
N

o

n
m

n N

o

ex

m

p F n
L y

exp F=
=

= −


 (3-9) 

其中， y 代表真实标签， oF 是本模块的输出结果。 

3.3 实验结果与分析 

本节首先介绍实验设置，并执行消融实验以评估各个模块对所提方法的具体影响。

然后，将所提方法与当前最先进的方法进行了对比分析。 

3.3.1 实验设置 

本章针对室内场景识别，使用 MIT-67、SUN397（取其 175 个室内类别）、Places_7

和 Places_14 数据集验证所提算法。 

与第二章一致，语义分割过程由在 ADE20K 数据集[49]上预训练的 Vision Tranformer 

Adapter[48]进行。对于给定的图像 3w hI   ，语义分割的结果是一个得分张量 w h lM   ，

该张量可以用来生成 I 的语义分割标签图 w hL  。图像 I 中位置 ( , )i j 的语义预测概率

被表示为 1 1
,

l
i jM   ，其中 150l = 是语义类别的总数。在标签图 L中，位置 ( , )i j 处的值

ijL 表示 I 中相应位置的语义标签。 

与第二章的原因一致，本章也采用了两阶段的训练方式。首先分别训练 SSRM 和

IFEM。在第二阶段，固定 SSRM 和 IFEM 的权重，仅对后续模块进行训练。使用 ALI-G

优化器[54]优化网络参数。ALI-G 仅需要一个初始学习率超参数，在所有的实验中这个参

数均设为 0.1。在训练的第二阶段，为了防止过拟合，在场景分类器中应用了随机失活

正则化（Dropout），设定失活概率为 0.8。 

本文的方法是在 PyTorch[55]和 SAS-Net[33]的开源框架下实现。在评估最终性能时，

采用了标准的 10-crop 评估策略[33,56]，以保证与其他方法的公平比较。 

3.3.2 不同的语义节点特征聚合策略的比较 

将语义分割产生的标签图与场景特征相结合，是语义节点特征聚合模块的一个关键

环节。该模块输出的语义特征序列，对于后续模块探索语义节点间的长期依赖至关重要。

因此，有必要通过对比实验选取最适合的特征聚合方式。如表 3-1 所示，本节尝试了多

种聚合策略整合标签图和特征图。在表 3-1 中，“过滤”代表使用指定尺寸的自适应置

信度滤波器（ACF，详见第 2 章）过滤语义分割得分张量； Nearest指使用最近邻插值

法将语义标签图插值至特定大小； Bilinear指使用双线性插值法将特征图插值至特定大

小。为便于后续分析表述，表 3-1 中为所有聚合策略分配了编号。此外，首先通过元素
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级最大值直接结合 SSRM 和 IFEM 的输出特征，然后经过全局平均池化并将其送入分类

器，以此结果作为基线性能，编号为实验 0。 

表 3-1 不同的特征聚合方法的消融结果（%） 

Tab. 3-1 Ablation results for different feature aggregation methods (%) 

实验 得分张量 标签图 特征图 MIT-67 (%) 

0 - - - 88.731 

1 - Nearest  to 14 14  - 89.851 

2 2 2  过滤 Nearest  to 14 14  - 90.746 

3 4 4  过滤 Nearest  to 14 14  - 90.149 

4 - - Bilinear  to 224 224  89.776 

5 2 2  过滤 - Bilinear  to 112 112  90.224 

6 4 4  过滤 - Bilinear  to 56 56  90.299 

7 - Nearest  to 56 56  Bilinear  to 56 56  90.075 

8 2 2  过滤 Nearest  to 56 56  Bilinear  to 56 56  90.672 

如表 3-1 所示，无论采用哪种策略聚合标签图和特征图，本章所提出的方法均优于

基线实验 0。这一现象验证了全局-局部依赖建模的有效性和泛化性。此外，对比实验 1、

2、3；实验 4、5、6；以及实验 7、8，可以明显观察到，在得分张量上使用 ACF 比直

接使用原始得分张量产生了更佳的性能，这进一步凸显了 ACF 在利用语义分割的方法

中的优势。同时，比较实验 2 与 3 可以发现，使用4 4 过滤域的 ACF 处理后的得分张

量作为网络输入产生的识别精度略逊于使用2 2 过滤域的 ACF，这与表 2-1 中展现的趋

势相吻合，再次验证了在应用 ACF 处理得分张量时，需同时考虑语义歧义的过滤和图

像中的物体信息的保留。 

进一步地，对比实验 2、5、8 可以发现，将特征图插值到更大尺寸以对其执行更精

细的语义标签分配，反而不利于提升场景识别性能。这一现象的出现可能是因为插值算

法所引起的像素级特征位置的微小偏移，增加了将语义标签错误分配给特征的风险。对

实验 5 和实验 6 的比较也可以支持上述结论，对特征图执行较大尺寸的插值导致输入经

过2 2 ACF 过滤的得分张量（实验 5）在识别率上反而不如4 4 ACF 过滤的张量（实验

6）。这一现象与前文对 ACF 效果的分析相悖，进一步凸显了对场景特征进行插值产生

的负面影响。幸运的是，使用未经插值的特征图作为输入不但避免了上述负面影响，还

能提高语义节点特征聚合模块的处理效率。因此，本节最终选用实验 2 的配置生成语义

特征序列，首先使用2 2 ACF 处理得分张量，生成合适的语义标签图；然后，利用最近

邻插值调整标签图的尺寸，使其与场景特征图尺寸一致；最后，将调整后的标签图与特



山东大学硕士学位论文 

 

35 

征图结合，生成最终的语义特征序列。 

3.3.3 不同的编码器组合策略的对比 

为充分探索由图像特征提取模块（IFEM）和语义空间关系模块（SSRM）产生的特

征之间的互补信息，本节比较了四种不同的编码器组合策略：元素级乘积、特征级联、

元素级相加和元素级最大值。表 3-2 展示了上述策略在 MIT-67 和 SUN397 数据集上产

生的消融结果。结果表明，元素级最大值策略的性能超过了其他三种方法。相较于特征

级联策略，元素级最大值策略在实现更高性能的同时，消耗的计算资源更少。与元素级

乘积、相加策略相比，最大值策略在消耗相同的计算资源的情况下，更有效地保留了关

键信息，从而使得解码器能够更深入地解析语义特征节点之间的依赖关系。因此，最终

选用元素级最大值策略作为两个编码特征的组合方式。 

表 3-2 不同的编码器组合方法的消融结果 

Tab. 3-2 Ablation results for different Encoder combination methods 

策略 MIT-67 (%) SUN397 (%) 

元素级乘积 89.925 75.965 

特征级联 90.299 75.859 

元素级相加 90.373 75.965 

元素级最大值 90.746 76.153 

3.3.4 网络组成成分分析 

本节在 MIT-67 数据集上，对所提出的 SpaCoNet 的各个模块进行了消融研究，以评

估其四个核心组成部分对模型性能的影响：PlacesCNN（作为基线）、语义空间关系模

块（SSRM）、编码器和解码器（即全局-局部依赖模块）。首先，对 PlacesCNN 的输出

特征执行全局平均池化操作，并将其输入到分类器中，以此作为基线。相关的实验结果

汇总在表 3-3 中。 

如表 3-3 所示，与基线 PlacesCNN 相比，SpaCoNet 取得了 5.776%的精度提升，验

证了本章对空间上下文和物体共现性建模的巨大价值。此外，相比于第二章介绍的

CSSRM架构，可以发现通过全局-局部依赖模块探索场景中物体之间的长距离依赖关系，

能够进一步将准确率提高 2.015%，这强调了研究场景内物体共现性对于提高识别准确

率的重要性。此外，本节还探索了仅使用编码器的输出进行场景识别的效果，可以看到

其性能略低于完整的编码器 -解码器架构。这一结果表明，解码器能够有效缓解

PlacesCNN 和 SSRM 之间的模态差异，进而更有效地挖掘和利用二者之间的互补信息。 
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表 3-3 网络组成部分的消融分析 

Tab. 3-3 Ablation study of all network components 

PlacesCNN SSRM 编码器 解码器 精度（%） 

✓ - - - 84.970 

- ✓ - - 81.642 

✓ ✓ - - 88.731（CSSRM） 

✓ ✓ ✓ - 90.075 

✓ ✓ ✓ ✓ 90.746 

较基线（PlacesCNN）的精度提升 5.776 

3.3.5 特征可视化 

本小节进行了一系列可视化实验，以定性地展示和分析所提方法的有效性。首先，

基于梯度的类激活映射（Gradient-based Class Activation Map，Grad-CAM）[69]进行热力

图可视化，从实例级角度探索所提出的模块如何调整网络的关注区域。随后，使用 t-分

布随机邻域嵌入（t-distributed Stochastic Neighbor Embedding，t-SNE）[70]对整个数据集

样本进行可视化，从数据集级角度评估所提方法对网络鉴别性能力的影响。 

（1）实例级可视化 

本部分使用 Grad-CAM 来可视化所提出的模块对网关注区域的影响。如图 3-5 所示，

从左到右依次为：原始彩色图像、语义分割结果、基于基线模型（PlacesCNN）的热力

图、结合 PlacesCNN 与 SSRM（探索空间关系）产生的热力图，以及基于所提出的

SpaCoNet（进一步探索物体共现性）的热力图。 

如图 3-5 所示，所提出的模块有效调整了网络的关注区域，使网络能够更有效地利

用图像中的物体进行场景预测。例如，在卧室场景中，基线模型主要关注“床”（第三

列），而在引入空间关系探索后（第四列），网络进一步关注了“窗户”；在 SpaCoNet

中（第五列），注意力还扩展到了“枕头”。同时，在某些情况下，仅仅探索空间关系

就足以表示场景。例如，在书店场景中，探索空间关系使网络感知到更远处楼上的“书

架”（第四列）。这表明空间关系为网络提供了额外的补充信息，使其能够关注更细致

的场景细节。然而，由于不存在更多显著的鉴别性区域，进一步探索物体共现性（第五

列）只是扩展了网络对“书架”的关注。 

此外，在某些情况下，探索空间关系对网络的帮助是有限的，此时整合场景特征以

探索物体共现性则更为有益。例如，在机房场景中，仅仅探索空间关系（第四列）未能

有效调整基线模型的关注区域（第三列）。这可能是因为“桌子”在多个场景中（如餐

厅）都很常见。相比之下，SpaCoNet（第五列）将场景相关特征分配给物体并建模物体
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共现性，使网络能够识别机房中“桌子”的独特特征，从而进一步将“桌子”识别为场

景预测的关键区域。类似地，在病房场景中，由于“电脑”在其他场景（如机房）中也

很常见，第三和第四列未将“电脑”视为场景预测的贡献因素。相比之下，SpaCoNet

（第五列）通过整合场景特征来探索物体共现性，进一步将“电脑”视为场景预测的重

要元素。这些例子充分展示了结合场景特征建模物体共现性在场景识别中的重大意义。 

RGB 图像 语义分割结果
基线模型 

(PlacesCNN)

PlacesCNN      

+   SSRM
SpaCoNet

卧

室

书

店

机

房

餐

厅

病

房

浴

室

 

图 3-5 实例级特征可视化 

Fig. 3-5 Instance-level feature visualization 
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（2）数据集级可视化 

本部分在 MIT-67、Places_7、Places_14 和 SUN397 数据集的测试集上对提出的

SpaCoNet 和基线模型（PlacesCNN）进行了评估，精度对比如表 3-4 所示。此外，为直

观比较两个模型即将输入场景分类器的特征，采用 t-SNE[70]技术，通过在图 3-6 中绘制

这些特征的二维分布图进行可视化分析。图 3-6 的上半部分展示了 PlacesCNN 提取的特

征的可视化效果，下半部分则展示了 SpaCoNet 的输出特征的可视化。 

表 3-4 特征可视化的消融研究 

Tab. 3-4 Ablation study of feature visualization 

方案 MIT-67 (%) Places_7 (%) Places_14 (%) SUN397 (%) 

基线（PlacesCNN） 84.970 93.0 87.643 73.129 

SpaCoNet 90.746 94.286 89.714 76.153 

MIT67（基线）

MIT67（所提方法）

Places_7（基线）

Places_7（所提方法）

Places_14（基线）

Places_14（所提方法）

SUN397（基线）

SUN397（所提方法）

 

图 3-6 测试集的特征分布可视化 

Fig. 3-6 Feature distributions of test sets 

注：每个点代表一张图片，相同颜色的点代表属于同一类别的图片。 

如图 3-6 所示，相比于基线特征分布，SpaCoNet 使同一类别的场景特征分布更加集

中，不同类别的场景特征分布更加分散。这种现象在类别较少的 Places_7 和 Places_14 

数据集中尤为明显，混合在一起的不同类别点更少。此外，即使在包含大量类别的 

MIT-67 和 SUN397 数据集中，SpaCoNet 仍显著增强了不同场景类之间的边界，并减

少了相同类别之间的差异。这些现象表明，同时建模物体间的空间关系和长期共现性显

著提高了场景特征的判别能力，从而带来了更优越的场景识别性能（参见表 3-4）。 
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3.3.6 与现有算法的性能比较 

如表3-5和表3-6所示，本节将SpaCoNet与多个现有的先进算法在MIT-67、SUN397、

Places-7 和 Places-14 数据集的表现上进行了对比。 

表 3-5 在 MIT-67 和 SUN397 数据集上 SpaCoNet 与现有先进算法的比较 

Tab. 3-5 Comparison of SpaCoNet with the state-of-the-art methods on MIT-67 and SUN397 

算法 输入尺寸 MIT-67 (%) SUN397 (%) 

Dual CNN-DL[26] 224 224  76.56 70.13 

NNSD+ICLC[37] 224 224  84.30 64.78 

SDO-Net[32] 224 224  86.76 73.41 

SAS-Net[33] 224 224  87.10 74.04 

CCF-Net[38] 512 512  87.30 - 

DeepScene-Net[57] 224 224  71.00 - 

ARG-Net[42] 448 448  88.13 75.02 

PL + AP + AI + IM[58] 448 448  88.06 74.12 

LGN[28] 448 448  88.06 73.85 

MR-Net[59] 448 448  88.08 73.98 

FCT-Net[64] 224 224  89.17 76.06 

AdaNFF[71] 256 256  - 74.18 

CSSRM 224 224  88.73 75.48 

SpaCoNet 224 224  90.75 76.15 

注：CSSRM 为本文第二章所提出的算法 

可以看到，SpaCoNet 超越了大多数现有方法。与那些同样利用物体信息辅助场景

识别的算法[32,33,39,42,45,52]相比，本章方法展现了更优异的性能。这验证了通过深入挖掘物

体间的空间关系和长期共现依赖性进行场景识别的有效性。此外，相较于那些采用多分

支策略捕获场景的多尺度信息的方法[33,38,45,58,59]，SpaCoNet 同样表现出色，这进一步凸

显了利用物体信息作为额外信息源的重要意义。值得注意的是，尽管有些研究通过增大

网络的输入尺寸提高识别准确率[28,38,42,58,59,71]，本章所提出的方法仅使用224 224 的输

入尺寸就实现了卓越的性能，有效降低了对计算资源的需求。上述性能比较结果进一步

验证了所提方法在室内场景识别领域的优越性和良好的泛化能力。 

此外，本文第二章介绍的算法 CSSRM 通过建模场景内的空间上下文关系进行场景

识别。与之相比，本章提出的 SpaCoNet 在充分建模场景内空间上下文关系的基础上，

进一步对物体共现性进行了探索，有效缓解了不同场景中具有相同语义的物体所导致的

类间相似性问题，从而获得了更优越的场景识别性能。 
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表 3-6 在 Places_14 和 Places_7 数据集上 SpaCoNet 与现有先进算法的比较 

Tab. 3-6 Comparison of SpaCoNet with the state-of-the-art methods on Places_14 and Places_7 

算法 输入尺寸 Places_14 (%) Places_7 (%) 

Word2Vec[61] 224 224  83.70 - 

Deduce[39] 224 224  - 88.10 

BORM[45] 224 224  85.80 90.10 

OTS-Net[52] 224 224  85.90 90.10 

AGCN[62] 224 224  86.00 91.70 

CSSRM 224 224  88.71 93.43 

SpaCoNet 224 224  89.71 94.29 

注：CSSRM 为本文第二章所提出的算法 

3.4 本章小结 

本章提出了一个新颖的室内场景识别框架 SpaCoNet，通过同时建模场景内的空间

信息和物体间共现性来构建场景表示。首先，利用在第二章中构建的语义空间关系模块

（SSRM）提取场景内的空间上下文特征，利用图像特征提取模块提取图像整体特征；

然后，为深入探索不同场景中物体间的共现性，并有效区分不同场景中具有相同语义的

物体，提出了一种新颖的方法，将场景相关特征与物体语义紧密结合，进而将语义分割

技术可分割的所有物体类别建模为特征节点；然后，利用注意力机制挖掘物体语义特征

序列中的长期共现性，从而生成了更具鉴别意义的场景表示。在一系列的定性和定量实

验中，本章算法展现出了卓越的性能和竞争力。 

尽管如此，本章算法主要从启发式的角度出发利用场景内的物体信息辅助场景识

别，其可解释性相对较弱。下一章将采用推理式方法深入挖掘隐藏在物体信息中的鉴别

性知识，从更具可解释性的角度利用物体信息增强场景特征的鉴别力。 
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4 基于物体间鉴别性图建模的室内场景识别方法 

4.1 引言 

室内场景识别不仅需要探索同一场景类别内的共同特征，还需要探索不同场景类别

间的独特特征。然而，多变的场景布局和跨场景共存的物体使得这些特征难以捉摸。因

此，如何提取具有高鉴别性的图像表示一直是室内场景识别领域的核心问题。 

为提高场景特征的鉴别能力，一些研究使用在大型数据集上预训练的卷积神经网络

（CNN）进行特征选择。如图 4-1（a）所示，这些基于特征响应的方法，通过分析卷积

通道响应[27,28,72]或类激活图[59]提取输入图像的代表性特征，并进一步通过分析这些特征

之间的关系实现场景识别。显然，这种方法高度依赖预训练网络的特征鉴别能力。然而，

神经网络固有的不确定性意味着 CNN 的高响应区域[59]可能聚焦在非鉴别性区域。神经

网络的这种“黑盒”特性促使研究者转向利用场景内具体的物体信息获得更具鉴别性的

图像表示。 

为利用物体信息辅助提高场景特征的鉴别性，如图 4-1（b）所示，一些研究[10,33,38]，

包括本文第二章和第三章提出的算法，设计了专门用于提取与物体信息相关的特征的网

络分支。通过将这些物体相关特征与场景特征结合，形成更具区分力的表示。此外，如

图 4-1（c）所示，也有一些方法[32,43-46]尝试从概率角度提取鉴别性物体知识，并基于这

些知识优化物体特征的提取过程。这两种方法都采用了多分支架构，独立处理场景图像

和物体信息。在这种架构中，场景特征和物体特征通过级联或者相加等方式融合，但这

些融合方式往往是启发式的，可能导致物体知识与场景特征的次优融合。 

为了克服上述限制，近期一些方法[42,52]提出将物体语义赋予给场景特征，通过探索

物体区域间的上下文关系实现场景识别。这些方法提供了对物体信息更具可解释性的利

用，并表现出了卓越的性能。但是，这些方法倾向于对每个区域特征一视同仁，忽视了

对鉴别性物体知识的利用。此外，这种构建区域级特征的方式可能会弱化存储在像素中

的宝贵信息的充分利用[73]。研究表明，某些鉴别性物体只在特定场景中频繁出现，而普

通物体则在不同场景中的出现概率类似[32]。受此启发，本文认为与鉴别性物体相关的特

征应该受到更多的关注。据此，如图 4-1（d）所示，提出将鉴别性物体知识映射至场景

特征之间的相关性上，旨在从推理角度对像素级场景特征进行微调，从而生成更具鉴别

力的图像表示。 
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(a) 基于特征响应的方法              (b) 基于独立物体分支的方法（无知识） 
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(c) 基于独立物体分支的方法（有知识）                 (d) 本章方法 

图 4-1 现有的方法和本章方法的图例 

Fig. 4-1 Illustrations of existing and proposed methods 

4.2 基于物体间鉴别性图建模的室内场景识别方法 

4.2.1 总体架构 

最近的研究[10,32]强调了鉴别性物体在场景识别中的重要性，指出这些物体往往只出

现在特定场景中，与在各种场景下普遍存在的普通物体不同。这一见解促使本章更加关

注与鉴别性物体相关的场景特征，以获得更具鉴别性的图像表示。 

随之而来的挑战是如何量化对与物体相关的场景特征分配的关注度。启发于

SDO-Net[32]，本研究采用贝叶斯概率统计方法，构建了一个物体间鉴别性原型

（Inter-Object Discriminative Prototype，IODP），以建模物体之间的相关性。在此基础

上，基于图（Graph）论将 IODP 中的先验知识与场景特征结合起来。更具体地讲，提

出了一个鉴别性图网络（Discriminative Graph Network，DGN），在 DGN 中，像素级的

场景特征被定义为图的节点（Node）。通过语义分割技术获得这些节点位置的物体语义

后，利用 IODP 确定这些节点之间的鉴别性关系，然后将这种关系编码为图的边（Edge）。

DGN 通过图卷积和映射操作（GCN）优化每个像素级场景特征，最终产生更具鉴别能

力的图像表示。图 4-2 展示了本章方法的概念性工作流程，接下来的章节将对该流程进

行详细描述。 
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图 4-2 物体间鉴别性原型和图建模的整体工作流程 

Fig. 4-2 Overall workflow of Inter-Object Discriminative Prototype and Graph modeling 

4.2.2 物体间鉴别性原型 

受SDO-Net[32]的启发，本研究采用贝叶斯概率统计方法深入挖掘物体知识。SDO-Net

主要关注单个物体的鉴别性。然而，考虑到本研究的最终目标是挖掘场景特征之间的鉴

别相关性，本章将焦点转移到了探索物体间的鉴别性知识，提出了一个物体间鉴别性原

型（IODP），如图 4-3 所示。 
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图 4-3 物体间鉴别性原型的构建过程描述 

Fig. 4-3 Process description of constructing Inter-Object Discriminative Prototype 

注：整个过程基于场景数据集的训练数据实现，不同颜色的块代表不同的场景类别。 

如图 4-3 所示，首先对场景数据集中的训练数据进行语义分割处理，并通过统计方
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法确定物体对在各个场景中的分布情况。给定一个有C 个场景类别的数据集，用 cS 表示

其第 thc 个场景类，  1,2,...,c C 。通过处理 cS 中的每一个实例，可以计算物体 io 和 jo 同

时出现在 cS 中的概率 ( ),i j cP o o S 。Places_7 和 Places_14 数据集的数据量相对充足，共

现概率可以直接计算。然而，MIT-67 和 SUN397 数据集相对有限的数据量则对数据代

表能力提出了挑战。因此，通过假设不同物体独立同分布以估算后两个数据集中的共现

概率，即首先分别计算 io 和 jo 的分布，再将二者结合起来近似计算联合分布 ( ),i j cP o o S ，

从而缓解潜在的误差。上述过程可表示为： 

 ( )
( ) ( )

,

2

, _ 7  _14

,

, 67  397

i j

c

i j

c

o o

S

i j c

o o

i c j c

S

N
Places or Places

N
P o o S

N N
P o S P o S MIT or SUN

N





= 


=


 (4-1) 

其中，
cSN 表示场景类 cS 中的实例总数。

,i jo oN 表示同时出现物体 io 和 jo 的实例数量。
ioN

和
joN 分别指出现 io 和 jo 的实例数量，其中 i 和 j 的取值范围均为[1, ]L ，而 L表示语义分

割技术可分割的物体类别总数。本文将在章节 4.3 中将对上述两种计算方式产生的性能

进行比较。 

在计算出所有的物体共现分布之后，即可通过贝叶斯后验概率公式推导出

( ), jc iP S o o ： 

 ( )
( ) ( )

( ) ( )

,
,

,

i j c c

c i j

i j c cc

P o o S P S
P S o o

P o o S P S
=


 (4-2) 

其中， ( )cP S 表示场景类 cS 的概率， ( ) 1/cP S C= 。 

给定场景中存在物体 io 和 jo ，可以为所有场景类别构建后验概率矩阵 ( ), jiP S o o ： 

 ( ) ( ) ( ) ( )1, , , , , , , ,i j i j c i j C i jP S o o P S o o P S o o P S o o =  
 

∣ ∣ ∣ ∣  (4-3) 

图 4-4 可视化了针对不同场景类别，物体对{床，枕头}，{地板，灯}和{墙，地板}

生成的后验概率矩阵。可以看到，物体对{床，枕头}只对特定场景呈现高概率，在其他

场景中显示出较低的概率，这说明{床，枕头}具有很强的鉴别性意义。相比之下，{墙，

地板}对所有场景都呈现出相似的概率，显然对场景识别的帮助微乎其微。{地板，灯}

的鉴别性意义则介于{床，枕头}和{墙，地板}之间。显然，后验概率矩阵分布的波动越

大，物体对的鉴别性能力越强。基于此发现，本章提出采用 ( ), jiP S o o 的离散程度衡量 io

和 jo 之间的鉴别性相关度，并尝试了几种常用的指标衡量离散程度，包括极差R、标准

差 和离散系数 cv： 
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( )( ) ( )( )

( )( )

( )( )
( )( )
( )( )

,

max , min , ,  

, ,                                 

,
, ,  

,

i j i j

i j i j

i j

i j

i j

P S o o P S o o R

P S o o

P S o o
cv P S o o cv

P S o o

  







 −



= 



=



 (4-4) 

其中 ,i j 代表 ( ), jiP S o o 的离散程度。 ( )  代表 ( ), jiP S o o 的标准差， ( )  代表 ( ), jiP S o o

的算数平均数。 

此外，由于上述推理过程忽略了图像中的一些细节（如颜色等），可能会导致最终

的物体间鉴别性原型过于锐利而脱离实际情况。为了避免这种情况的发生，通过钝化

,i j 得到鉴别性相关值 ,i j ： 

 , ,i j i j=  (4-5) 

    

(a) MIT-67 数据集                        (b) Places_14 数据集 

图 4-4 后验概率可视化 

Fig. 4-4 Posterior probabilities visualization 

本文将在章节 4.3 进行消融实验，选择衡量物体间鉴别性相关性的最佳方式。计算

完每个物体对之间的鉴别性相关性后，即可构建最终的物体间鉴别性原型 L L

（IODP）。生成 IODP 的伪代码见算法 4-1。IODP 可以为神经网络提供丰富的物体间

鉴别性知识。 
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算法 4-1：物体间鉴别性原型构建过程 

Data： L代表语义分割可分割的物体类别的数量 

Input：C 个场景类别的训练实例： ,  1,...c c CS =  

Output：物体间鉴别性原型 L L  

1 for 1c =  to C  do 

2     提取 cS 内所有实例的语义分割标签图； 

3     for 1i =  to L  do 

4         for 1j =  to L  do 

5             处理所有标签图，获得物体共现分布 ( ),i j cP o o S ； 

6             ( )
( ) ( )

( ) ( )

,
,

,

i j c c

c i j

i j c cc

P o o S P S
P S o o

P o o S P S
=


 

7         end for 

8     end for 

9 end for 

10 for 1i =  to L  do 

11     for 1j =  to L  do 

12         ( ) ( ) ( ) ( )1, , , , , , , ,i j i j c i j C i jP S o o P S o o P S o o P S o o =  
 

∣ ∣ ∣ ∣  

13         ( )( )
( )( )
( )( )

,

,
,

,

i j

i j i j

i j

P S o o
cv P S o o

P S o o





= =  

14         , ,i j i j =  

15     end for 

16 end for 

17 return ； 

 

4.2.3 鉴别性图网络 

为利用构建出的 IODP 增强场景特征的鉴别性能力，本节提出了鉴别性图网络

（DGN）。图 4-5 展示了 DGN 的整体流程。 
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图 4-5 鉴别性图网络（DGN）的整体流程 

Fig. 4-5 Overall process of Discriminative Graph Network (DGN) 

注：本地知识提取过程见算法 4-2。 

算法 4-2：从 IODP 中提取本地鉴别性知识的过程 

Input： 1 2[ , ,..., ,... ]i nV f f f f= ，IODP ， 1 2[ , ,..., ,..., ]i nM m m m m =  

Output：本地鉴别性知识 0 n nA   

1 for 1i =  to n  do 

2     从M 中获得 if 对应的物体语义 im ； 

3     for 1j =  to n  do 

4         从M 中获得 jf 对应的物体语义 jm ； 

5         
0

, ,i ji j m mA =  

6     end for 

7 end for 

8 return 
0A ； 

（1）构建鉴别性图 

给定图像 3w hI   ，其语义分割标签图可表示为 w hM  。首先，将 I 输入到骨干

网络中，以提取对应的场景特征 1 1w h cF   ；然后，通过对M 应用近邻插值算法，获得

与 F 分辨率一致的 1 1w hM  ，M可提供 F 中各个像素级特征对应的物体语义信息。

基于这些表示和 IODP，本节构建了一个鉴别性图 ( ), ,G V E A= ，其中V 表示图中的节点，

E表示图的边，A表示邻接矩阵。以往的研究[28,42]将区域级特征聚合为节点，这可能会

破坏场景特征的原始拓扑性质[73]。与这些方法不同，得益于 IODP 同时具有不同物体之

间和相同物体之间的鉴别性知识，本研究利用所有像素级特征构建节点V ，确保场景特
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征信息保持完整。 

具 体 来 讲 ， 场 景 特 征 F 中 所 有 的 像 素 级 特 征 都 被 用 于 构 建 图 节 点

 1 2, ,..., ,...,i nV f f f f= ，其中 c

if  表示 F 的第 thi 个像素级特征， 1 1n w h=  。节点之间

的边E被编码为节点对应物体语义之间的鉴别性关系（由 IODP 提供）。为便于处理，

首先将M转换为一维形式的  1 2, ,..., ,...,i nM m m m m = ，以与V 中的节点一一对应。n 个

节点之间的本地鉴别性知识 0 n nA  可以通过算法 4-2 从 IODP 中提取出来。以图 4-5

中的输入图像为例，图 4-6 展示了相应的 0A 的定性表示。 

0 n nA 

定性表示

本地鉴别性知识

床

地板

门

窗户

枕头

墙

灯具

墙 灯具 床 地板 门 窗户 枕头

墙 灯具 床 地板 门 窗户 枕头

 

图 4-6 本地鉴别性知识的定性表示 

Fig. 4-6 Qualitative representation of the local discriminative knowledge 

注 1：所展现的定性表示并非
0A ，而是

0A 中所有的两两节点之间的鉴别性相关程度。 

注 2：颜色越深，对应的物体之间的鉴别性相关程度越强。 

如图 4-6 所示， 0A 中节点之间的鉴别值超出了区间 0  1， ，这不利于后续处理。因

此，对 0A 进行行归一化处理，生成鉴别性图的邻接矩阵 A： 

 ( )0

, , ,:/i j i j iA A sum A=  (4-6) 

按照上述步骤，即可成功构建本章的鉴别性图G 。 

（2）图卷积特征映射 

前面的步骤构建了鉴别性图 ( ), ,G V E A= ，其中 n cV  代表节点集， n nA  是相

应的邻接矩阵。考虑到图卷积网络（Graph Convolution Network，GCN）在图优化方面

的优越性，将其应用于提出的鉴别性图，以获得最优的图像表示。应用 GCN 的过程可

以表示为： 
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1( )

N

V D AVW

A A I

 −=

= +
 (4-7) 

其中 *V 表示优化后的节点表示， c dW  是可训练的权重矩阵，d 是 GCN 的隐藏维度。

,, i ji j jD A= 是 A的度矩阵，表示激活函数 Sigmoid 。 

为避免过拟合，只采用一层图卷积层获得优化后的节点表示 * n dV  。 

（3）场景分类器和辅助损失 

对 *V 应用全局平均池化（Global Average Pooling，GAP），即可获得优化后的图像

表示 of 。接下来，将 of 送入一个全连接层进行场景类别预测。在训练阶段，Softmax 函

数和交叉熵损失函数被用于计算分类损失 ol 。 

本文通过建模鉴别性图，将 IODP 中的物体间先验知识融入到场景特征中，以增强

图像表示的鉴别性能力。然而，一个潜在的问题是：在训练阶段，对骨干网络参数的调

整可能是次优的。更具体地说，通过 DGN 利用 IODP 中的物体间先验知识提高场景特

征的鉴别性，虽然减少了模型损失，但这种损失下降可能会引起骨干网络参数的次优调

整。为避免这一问题，本研究在 DGN 中引入了一个辅助分类器。该分类器生成的辅助

损失专门用于优化骨干网络参数，从而促进其更精细的调整。 

具体来讲，节点特征表示V 被送入 GCN 层的同时，也被送入一个多层感知机

（MLP）。MLP 层的权重与 GCN 层的隐藏层权重W 共享，以确保参数的一致性。随后，

在 MLP 层后添加一个辅助场景分类器，以生成辅助损失 al 。既利用 IODP 提供的先验

知识增强特征鉴别性能力，又确保了对骨干网络参数的充分训练。需要注意的是，辅助

分类器的权重是独立于主分类器的。 

通过结合两个分类器的损失，即可得到最终的损失 l ： 

 o al l l= +  (4-8) 

其中，是调整辅助损失贡献度的超参数。注意，辅助损失只被用于训练过程。 

4.3 实验结果与分析 

本节通过广泛的对比实验验证所提出的室内场景识别方法的有效性。首先介绍实验

的设置细节；随后，分析关键参数及其最优值，并对所提出的方法进行了消融研究；最

后，展示并分析了定性和定量实验结果。 

4.3.1 实验设置 

本章针对室内场景识别，使用 MIT-67、SUN397（取其 175 个室内类别）、Places_7

和 Places_14 数据集验证所提算法。 
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（1）语义分割 

与前面两章的方法保持一致，语义分割过程由在 ADE20K 数据集[49]上预训练的

Vision Tranformer Adapter[48]进行。考虑到语义分割精度的固有限制，在生成语义分割标

签图之前，使用了第二章提出的自适应置信度过滤器（ACF）对语义分割得分张量进行

了预处理。为提高计算效率，直接对语义分割标签图进行近邻插值，确保其分辨率与骨

干网络输出的特征图一致。需要指出的是，提高分辨率可能会增强识别性能，但这并非

本研究的工作重点。 

（2）训练细节和超参数 

骨干网络的输入图像分辨率固定为 224 224 。在训练阶段，通过 Adam 优化器[74]

对模型进行了 30 个周期（Epoch）的训练，且所有参数均采用 Xavier 初始化进行了随机

初始化。在训练的初始阶段，图模块的学习率为 0.001，并在第 10、15 和 20 个训练周

期时下降至原来的十分之一。为了保持预训练骨干网络的特征提取能力，在训练初始阶

段其学习率被设置为 0.00001，并在第 10 个周期进一步减少至原来的十分之一。此外，

使用了权重衰减（值为 0.00001）对模型进行了正则化处理。对于 MIT-67 和 SUN397 数

据集，批处理大小（Batch size）设为 32；对于 Places_7 和 Places_14 数据集，由于其更

大的数据量和更快的收敛速度，批处理大小被调整为 64。所有实验均在单个 NVIDIA 

3090 GPU 上基于 Pytorch[55]和 SAS-Net[33]框架完成。为确保实验的可重复性，所有训练

过程的随机种子均被设置为 304。 

本章采用 ConvNext[75]作为骨干网络进行特征提取。为节约计算资源，首先利用在

ImageNet 1k[18]上预训练的 ConvNext_Tiny 进行消融实验，随后采用在 ImageNet 22k[18]

上预训练的 ConvNext_Base 评估所提方法的性能。在评估最终性能时，采用了标准的

10-crop 评估策略[33,56]，以保证与其他方法的公平比较。 

（3）基线 

为便于后续表述，本章构建了一个基线模型，该模型将骨干网络的输出特征作为输

入，经过平均池化处理，并通过全连接层进行场景预测。该模型的性能将作为后续所有

实验的基线。 

4.3.2 物体间鉴别性原型的设计细节选择 

本节将进行对比实验以确定章节 4.2.2 中描述的生成 IODP 的设计细节。为便于比

较，在本节的所有实验中，暂时将辅助损失中的设置为 1，GCN 中的隐藏维度d 配置

为 768。 

（1）不同数据集的物体共现计算方式选择 

本小节对比了不同的物体共现计算方式对最终的场景识别性能的影响。为了便于比

较，这里暂时采用离散系数 cv衡量物体之间的鉴别性相关度。实验结果如表 4-1 所示。
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表 4-1 中，“非独立分布”指通过常规统计方法计算两个物体的共现分布，即式（4-1）

中所定义的
,i j

c

o o

S

N

N
；而“独立分布”则是指首先分别计算两个物体的分布，再基于独立

同分布假设估算二者的共现分布，即式（4-1）中的
2

i j

c

o o

S

N N

N


。更多细节可参见式（4-1）。 

表 4-1 不同的物体共现计算方式产生的分类精度（%） 

Tab. 4-1 Effect of using different ways to compute the object co-occurrence on accuracy (%) 

数据集 非独立分布 独立分布 

MIT-67 81.791 82.015 

SUN397 66.094 66.471 

Places_7 92.714 92.229 

Places_14 88.571 88.5 

根据表 4-1 所示结果，可以观察到在 Places_7 和 Places_14 数据集上，以常规方式

计算两个物体间的共现概率分布（即“非独立分布”）产生了相对较好的性能；而在

MIT-67 和 SUN397 数据集上，基于两个物体各自的独立分布估算二者共现性（即“独

立分布”）则展现出更优的性能。这一发现与章节 4.2.2 中的讨论保持一致，可能源于

不同数据集的数据量差异。 

基于上述实验结果，在本章后续所有实验中，将根据数据集的规模选择不同的策略

计算物体共现性。对于数据量有限的 MIT-67 和 SUN397 数据集，采用“独立分布”方

式计算物体共现性；而对于包含充足数据的 Places_7 和 Places_14 数据集，则采用“非

独立分布”方式计算物体共现性。 

（2）物体间鉴别性相关程度的衡量方式选择 

为确定量化物体间鉴别性相关程度的最优方式，本小节深入比较分析了式（4-4）

和（4-5）中的几种衡量指标及其变体对性能的影响，结果如图 4-7 所示。在图 4-7 中，

用空心圆圈出的点是产生最高精度的衡量方式。R代表极差Range， 代表标准差，cv

代表离散系数。 

如图 4-7 所示，显而易见，无论采用何种衡量方式评估物体间的鉴别性相关程度，

所提出的方法均在所有数据集上显著提升了网络性能，这进一步验证了使用 IODP 为场

景识别过程提供先验知识的鲁棒性和泛化性能。此外，不论采用哪种衡量方式，对结果

进行平方根转换均能够进一步提高识别精度。这主要是因为，在统计物体分布的过程中，

忽略了场景中的一些细节信息（如颜色），可能导致计算出的物体间鉴别性关系比实际

情况更尖锐，平方根转换可以有效缓和这一问题。值得注意的是，在大多数数据集上，
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cv 取得了最佳的识别性能。因此，在本章后续的所有实验中，均使用 cv 衡量物体间

鉴别性相关程度。 

 

图 4-7 不同的物体间鉴别性相关程度的衡量方式的效果 

Fig. 4-7 Effect of using different ways to measure inter-object discriminative correlation 

注：用空心粗体圆圈圈出的精度最高的节点。 

4.3.3 超参数选择 

GCN 中的两个超参数，即隐藏维度 d 和辅助损失中的，对本章方法的性能有着重

要影响。本小节以 ConvNext_Tiny 作为骨干网络，通过一系列实验确定这些超参数的最

优值。 

首先探究不同的隐藏维度 d 对模型识别精度的影响。为便于比较，此时被固定为

1。图 4-8 展示了不同 d 值对识别精度产生的影响，其中最高准确率点被一个空心粗圈标

出。在图 4-8 中， _In Dim指由骨干网络提取的特征图的通道维度（对于 ConvNext_Tiny，

_In Dim =768；对于 ConvNext_Base， _In Dim =1024）。 

如图 4-8 所示，一个普遍趋势是：随着隐藏维度的增加，识别准确率先是逐渐提高，

当隐藏维度增长到 _In Dim后，准确率便开始下降。这一现象可能是由于过高的隐藏维

度导致了模型过拟合。基于上述实验结果，将隐藏维度 d 设置为 _In Dim，保持参数调

整灵活性的同时，避免过拟合的风险。 
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图 4-8 GCN 中不同的隐藏维度d 的影响 

Fig. 4-8 Effect of hidden dimension d  in GCN 

注：用空心粗体圆圈圈出的精度最高的节点。 

除了隐藏维度 d ，辅助损失中的超参数同样十分关键。如章节 4.2.3 所述，虽然

引入 IODP 中的先验知识能够提升网络的整体性能，但也可能对骨干网络的鉴别性能力

的优化产生消极影响。为缓解这一问题，在训练过程中引入了辅助损失，以维持骨干网

络固有的鉴别性能力。表 4-2 展示了不同的对识别精度的影响。结果显示，在数据集

MIT-67、Places_7 和 Places_14 上，当设置为 0.25 时，模型达到最佳性能；而在数据

集 SUN397 上，当设置为 0.5 时，模型性能最优。 

表 4-2 结合辅助损失时对分类精度的影响（%） 

Tab. 4-2 Influence of   on classification accuracy (%) when combined with auxiliary loss 

  0 0.25 0.5 1 2 

MIT-67 82.090 82.239 81.791 82.164 82.09 

SUN397 66.741 66.753 66.929 66.776 66.506 

Places_7 92.286 93.143 92.143 93.143 93.086 

Places_14 88.357 89.071 88.5 89 88.714 

上述实验确定了最优超参数配置。具体如下：对于 MIT-67、Places_7 和 Places_14

数据集，{ _ ,  = 0.25d In Dim = }；对于 SUN397 数据集，{ _ ,  = 0.5d In Dim = }。这些

参数设置将被作为本章节后续实验的默认配置。 
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4.3.4 网络组成成分分析 

本节基于 MIT-67 和 Places_14 数据集，对所提方法进行了全面的消融研究。首先，

分析了使用 IODP 向已经训练好的基线模型提供先验知识的影响（仅在测试时使用

IODP）；然后，探讨了辅助损失对模型识别性能的贡献。实验结果如表 4-3 所示。注意，

当仅在测试阶段使用 IODP 时，移除了 GCN 层中的隐藏层和激活函数，即将式（4-7）

中的 1( )V D AVW −= 简化为 1V D AV −= 。这样便可将 IODP 中的先验知识即插即用到

训练好的基线模型。 

表 4-3 在 MIT-67 和 Places_14 数据集上的消融研究（%） 

Tab. 4-3 Ablation studies on MIT-67 and Places_14 datasets (%) 

基线 
训练时使用

IODP 

测试时使用

IODP 
辅助损失 MIT-67 Places_14 

✓ - - - 78.731 84.5 

- - ✓ - 79.478 87.357 

- ✓ ✓ - 82.090 88.357 

- ✓ ✓ ✓ 82.239 89.071 

在表 4-3中，最佳结果以粗体突出显示，相较于基线模型，分别在MIT-67和 Places_14

数据集上实现了 3.508%和 4.571%的性能提升。此外，使用 IODP 向训练好的基线网络

提供先验知识（仅在测试时使用 IODP），也能显著提升模型的识别性能，特别是在

Places_14 数据集上的提升幅度达到了 2.857%。值得注意的是，这一成果是在不增加额

外训练负担或新增任何网络参数的前提下实现的，充分展示了直接将 IODP 应用于已训

练模型的有效性，并有力验证了 IODP 中的鉴别性先验知识的重要性，以及从图（Graph）

角度利用这些先验知识的可行性。当在训练和测试阶段同时使用 IODP 时，模型性能获

得了进一步的提升。这是因为在训练过程中，隐藏层等可以加强 IODP 中的先验知识与

场景特征的磨合，确保了 IODP 先验知识的更充分利用。同时，引入辅助损失进一步改

善了网络性能。这一结果与第 4.2.3 节中的分析相符，表明在训练过程中整合 IODP 以

增强特征鉴别性确实可能会削弱对骨干网络参数的训练，而所提出的辅助损失确保了对

骨干网络参数的有效训练。 

4.3.5 特征可视化 

为定性分析本章所提出的方法，本小节采用了基于梯度的类激活映射

（Gradient-based Class Activation Map，Grad-CAM）[69]技术，以可视化基线模型和集成

所提方法的模型的关注区域。可视化结果如图 4-9 所示，从左到右依次为：原始 RGB

图像、对应语义分割结果、基于基线模型的关注区域可视化、仅在测试阶段应用 IODP
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的可视化，以及基于完整 DGN 方法的关注区域可视化。 

RGB 图像 语义分割结果
基线模型 

(convnext_tiny)

只在测试时使

用IODP
最终方法

办
公

室

客

厅

厨

房

教

室

卧

室

浴

室

 

图 4-9 定性可视化结果 

Fig. 4-9 Qualitative visualization result 

注：网络更强调的区域在可视化结果中呈现出更深的红色。 

如图 4-9 所示，1）相比于基线模型的可视化结果，引入 IODP（图中的第 4 列和第

5 列）有助于模型将注意力集中于鉴别性物体相关区域，从而提升了网络的识别性能。2）

仅在测试阶段使用 IODP 时（图中第 4 列），基于 IODP 提供的先验知识对基线网络的
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关注区域进行了优化调整，获得了更佳的性能表现。但是，这种做法也存在一定的局限

性：可能会导致关注区域的过度泛化，使得网络的焦点区域过大，引入了额外噪声，这

可能会降低特征的鉴别性能力。这一问题的原因在于，IODP 提供的先验知识仅关注了

物体间的鉴别性关系，无法基于颜色等细节因素调整场景特征。相比之下，同时在训练

和测试阶段使用 IODP 能够综合考虑先验知识与其他细节信息，通过隐藏层等对网络参

数和鉴别性图进行细致调整，进一步优化关注区域的合理性与有效性。 

4.3.6 不同 CNN 架构的对比 

前述实验以 ConvNext_Tiny 为骨干网络确定了本章算法的设计细节和超参数配置，

消融研究和可视化分析也验证了所提方法在场景识别任务中的显著效果。为进一步验证

所提算法的有效性，本节采用具有更强大的特征提取能力的 ConvNext_Base 作为骨干网

络，并在 MIT-67、SUN397、Places_7 和 Place_14 数据集上进行了性能评估。实验结果

如表 4-4 所示。可以看到，得益于 ConvNext_Base 卓越的特征提取能力，其在各个场景

数据集上均实现了更高的识别精度。更进一步地，在加入本节算法之后，精度得到了进

一步的提升。这进一步验证了 IODP 和 DGN 的有效性和泛化性。最后，在表 4-4 的最

后一行，使用标准的 10-crop 测试方法[33,56]评估了所提出的 DGN-Net。需要注意的是，

由于本文所使用的 Places 数据集是已经预处理至网络输入的尺寸的版本，10-crop 对网

络在 Places 数据集上的评估没有影响。 

表 4-4 基于不同的骨干网络在多个数据集上的验证（%） 

Tab. 4-4 Validation of our method on several datasets based on different models (%) 

骨干网络 方法 MIT-67 SUN397 Places_7 Places_14 

ConvNext_Tiny 
基线 78.731 63.576 89.714 84.5 

DGN-Net 82.239 66.929 93.143 89.071 

ConvNext_Base 

基线 87.388 75.424 93.857 88.957 

DGN-Net 89.254 78.671 94.286 89.914 

DGN-Net (10-crop) 90.373 79.765 94.286 89.914 

4.3.7 与现有算法的性能比较 

在 MIT-67、SUN397、Places_7 和 Places_14 这四个数据集上，本节将 DGN-Net 与

现有的先进算法进行了比较。这些对比的算法既包括基于通用深度学习架构的方法，也

包括利用物体信息辅助场景识别的方法。表 4-5 和表 4-6 展示了比较结果。 
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表 4-5 在 MIT-67 和 SUN397 数据集上 DGN-Net 与现有先进算法的比较（%） 

Tab. 4-5 Comparison of DGN-Net with the state-of-the-art methods on MIT-67 and SUN397 (%) 

算法 输入尺寸 MIT-67 SUN397 

Adi-Red [27] 224 224  - 73.59 

LGN [28] 448 448  88.06 74.06 

Scene Essence [10] 224 224  83.92 68.31 

MR-Net[59] 448 448  88.08 73.98 

SDO-Net[32] 224 224  86.76 73.41 

SAS-Net [33] 224 224  87.10 74.04 

CCF-Net [38] 512 512  87.30 - 

ARG-Net [42] 448 448  88.13 75.02 

PL + AP + AI + IM[58] 448 448  88.06 74.12 

FCT-Net[64] 224 224  89.17 76.06 

CSSRM 224 224  88.73 75.48 

SpaCoNet 224 224  90.75 76.15 

DGN-Net 224 224  90.37 79.77 

注：CSSRM、SpaCoNet 分别为本文第二章、第三章所提出的算法。 

表 4-6 在 Places_14 和 Places_7 数据集上 DGN-Net 与现有先进算法的比较（%） 

Tab. 4-6 Comparison of DGN-Net with the state-of-the-art methods on Places_14 and Places_7 (%) 

算法 输入尺寸 Places_14 Places_7 

Word2Vec[61] 224 224  83.70 - 

Deduce[39] 224 224  - 88.10 

BORM[45] 224 224  85.80 90.10 

OTS-Net[52] 224 224  85.90 90.10 

AGCN[62] 224 224  86.00 91.70 

CSSRM 224 224  88.71 93.43 

SpaCoNet 224 224  89.71 94.29 

DGN-Net 224 224  89.91 94.29 

注：CSSRM、SpaCoNet 分别为本文第二章、第三章所提出的算法。 

如表 4-5 和表 4-6 所示，所提出的 DGN-Net 优于大多数现有的算法。首先，相比于

基于卷积响应进行特征选择的方法[27,28,38,59,62]，DGN 展现了更高的识别准确率，这验证

了使用具体的物体信息提高特征鉴别性能力的实质可行性。接下来，将焦点转移向基于
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物体辅助的方法。方法[10,32,33,39,45]通过多分支架构分别处理场景图像和物体信息，并通

过级联或求和等启发式手段将场景特征和物体特征结合，以获得场景表示。与这些方法

相比，DGN-Net 采用单分支架构，从推理角度利用物体知识优化场景特征，不仅提高了

算法的可解释性，还避免了多分支架构可能导致的计算负担。进一步地，相比于其他同

样采用图卷积技术辅助场景识别的算法[10,42,62]，DGN-Net 通过将鉴别性先验知识集成到

图架构，实现了更优越的性能。这进一步凸显了挖掘物体间鉴别性先验知识的重要性。 

此外，本文第二章算法 CSSRM 和第三章算法 SpaCoNet 从启发式角度出发，利用

多分支架构处理物体信息。与它们相比，本章算法从知识推理的角度入手，利用物体信

息中的隐藏知识提高场景特征的鉴别性能力，不但提高了可解释性，而且在单分支架构

下就取得了与 CSSRM 和 SpaCoNet 相当甚至更优的场景识别性能。尽管在 MIT-67 数据

集上，SpaCoNet 的准确率比 DGN-Net 高出 0.373%，但考虑到 SpaCoNet 依赖于多分支

架构，DGN-Net 在轻量化方面表现更佳。此外，DGN-Net 在 SUN397 和 Places_14 数据

集上的准确率分别要比 SpaCoNet 高出 3.612%和 0.2%，展示出了更强大的泛化能力。 

值得一提的是，尽管方法[42,52]也采用单分支架构利用物体信息，但它们主要关注

于物体信息的像素级位置，忽略了隐藏在物体信息中的鉴别性知识，导致性能提升有限。

此外，方法[32,45]也采取了类似的统计策略挖掘物体之间的鉴别性关联，但在这些方法

中，物体知识仅用于优化处理物体信息的分支特征，对物体知识的利用相对有限。这也

验证了物体间鉴别性知识在场景识别的重要作用，而 DGN 能够有效利用这一知识，将

场景特征转化为更具鉴别性的图像表示。 

4.4 本章小结 

本章提出从概率角度捕捉物体与场景之间的鉴别性关系，并将其转化为物体间鉴别

性原型（IODP）。IODP 中蕴含的丰富的物体与物体之间的鉴别性知识，可被用于辅助

场景识别网络提高性能。具体来讲，本研究通过构建一个鉴别性图网络（DGN）实现鉴

别性辅助过程。DGN 以像素级场景特征作为图节点，并将 IODP 中的物体间鉴别性知识

转化为像素级特征之间的相关性。通过图卷积和映射操作，将物体间鉴别性知识和场景

特征转化为鉴别性图像表示。在 MIT-67、SUN397、Places_7 和 Places_14 数据集上进行

的定性和定量实验，验证了物体间鉴别性知识在场景识别中的关键作用，并展示了从图

建模角度利用这些知识改善场景特征的有效性和泛化能力。 

然而，本章提出的算法，以及几乎所有基于物体信息引导的场景识别算法，都面临

一个共同的挑战：物体信息提取技术固有的高计算负担。这严重限制了基于语义引导的

场景识别算法在边缘设备上的实际部署能力。针对这一问题，下一章将进一步探讨如何

在不增加额外计算负担的前提下，利用语义信息辅助提升场景识别网络的性能。 
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5 基于语义嵌入的类间相似度原型的场景识别方法 

5.1 引言 

如图 5-1 所示，由于场景内多变的空间布局带来的类内差异和场景间共存的物体带

来的类间相似性，大量研究通过探索场景内的语义知识辅助场景识别。尽管取得了优越

的性能，但当在边缘设备实际部署训练好的模型时，这些基于语义辅助的方法需要使用

目标检测或语义分割技术获得场景内具体的物体信息（如窗户等）。这些物体信息提取

技术往往需要比一般的分类网络高得多的计算成本，不仅对计算资源有限的边缘设备构

成了沉重负担，也严重阻碍了语义引导的方法在实际应用中的运行效率。因此，有必要

探索对物体语义信息更高效的利用方式，以辅助场景识别而不增加额外的计算需求。 
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图 5-1 共现物体导致的场景类间相似性 

Fig. 5-1 Similarity due to object co-occurrence in scene recognition 

注：右侧的柱状图展现的是该场景类中出现频率最高的五个物体。 

基于物体信息的引导探索场景内的特征上下文关系这一传统做法[27,28,33,38,42]显然不

再适用于上述目的。因此，本研究将关注点从场景内的物体区域间关系转移到了场景间

的宏观相关性上。这一转变的动机启发于一个人类视角：不同类别之间的高相似性是场

景识别任务的一个挑战，但并非所有的场景类别之间都高度相似。以图 5-1 为例，虽然
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场景类“礼堂”与“音乐厅”的相似度很高，但这它们与“卧室”的差异却非常明显。

因此，人类会有意识地花费更多精力区分那些更相似的场景，从而学习场景类别。受此

启发，本研究认为，如果在训练过程中网络能够了解到不同类别间的相似度，就能够更

加专注于区分那些相似的场景类别，从而找到更合适的拟合方向。此外，研究表明骨干

网络由于其参数的冗余性[76]，拥有巨大的性能提升潜力，但这需要精细的训练指导来激

发。有关场景本质的研究[10]指出，不同场景之间的相似性往往是其内部共存的物体引起

的。因此，本章提出将物体语义知识嵌入到一个相似度原型中，该原型可以在训练阶段

为网络提供类间相似度的先验知识，有效提高拟合后网络的识别精度。 

具体来讲，本章基于语义分割和统计分析，捕获训练数据中物体语义信息的分布情

况，生成类级语义表示。这些表示被用于量化场景类别间的相似度，最终构建出一个类

间语义相似度原型。随后，本章从两个角度出发，利用此原型辅助模型训练：标签平滑

（Label smoothing）和对比损失（Contrastive loss）。 

标签平滑[77]是一种正则化策略，通过使用软化的标签替代硬标签，减轻模型对于预

测的过度自信。不过，该策略对所有非目标类别一视同仁，忽略了它们与目标类别的相

关性差异。对比损失[78]是一种度量学习策略，通过建立度量函数来比较样本对以训练网

络，旨在使特征嵌入空间中相同类别的样本更接近，不同类别的样本更远离。然而，类

似的一个主要局限是，在该策略中所有正对和负对之间的距离都是相等的，这种僵硬的

边界设置无法反映出相似类别和不相似类别样本之间的真正差异。 

所提出的相似度原型为上述问题提出了解决办法。从标签平滑角度，本章提出了一

种渐进标签软化（Gradient Label Softening，GLS）方法，将相似度原型中的知识嵌入到

软化的标签中，并通过置信度渐变策略在训练过程中逐步引导模型的拟合方向。从对比

损失角度，受工作 [78-80]的启发，本章提出了一种即插即用的批量级对比损失

（Batch-level Contrastive Loss，BCL）策略，利用相似度原型调整类间相似度的阈值，

并进一步将此策略扩展到类内对比损失，确保在训练阶段对语义先验知识的充分利用。

本章在 MIT-67、SUN397、Places_7 和 Places_14 数据集上评估了所提方法，在多个基准

上进行的综合评估表明，本章方法在不增加额外训练负担或网络参数的前提下，可以使

现有的先进方法更进一步，取得更优越的性能。 

5.2 基于语义嵌入的类间相似度原型的场景识别方法 

5.2.1 总体概述 

本章节首先借助语义分割技术、训练数据和统计学方法为每个场景类别生成语义表

示，随后利用这些类级语义表示构建了一个相似度原型，其中包含了丰富的类间相似度

知识。在此基础上，提出了两种利用相似度原型辅助网络训练的方法：渐进标签软化
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（GLS）和批量级对比损失（BCL）。通过上述训练过程，使网络在不增加任何额外参

数或计算负担的情况下即可获得更优越的场景识别性能。 

这种即插即用的技术可以轻易融入到大部分的场景表示学习框架中，只需要简短几

行代码和很小的计算开销即可实现。 

5.2.2 基于语义嵌入的相似度原型 

相似度原型的推理过程可以分为两步：语义表示和标签相关性。如图 5-2 所示，首

先使用语义知识为每个场景类生成语义表示，随后以这些类级语义表示为基础探索类间

标签相关性，这些相关性被嵌入到所提出的相似度原型中。 
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图 5-2 为场景数据集制作相似度原型的整体过程概述 

Fig. 5-2 Process illustration of making a similarity prototype for a scene dataset 

注 1：不同的颜色块表示不同的场景类别。 

注 2：推导出的相似度原型呈现为一个维度等于场景类别数的矩阵，该矩阵的对角线元素均为 1。 

（1）类级语义表示 

给定一个场景数据集，将其训练数据表示为 ( ) 
1

,
C

T c c c
D X y

=
= ，其中 cX 代表第 thc 个

场景类的所有训练实例，  1,2,...,cy C 是 cX 的场景标签。对每一个场景类 cX ，可进一

步将之表示为  
1

,
N

n

c c c
n

X x y
=

= ，其中 3n W H

cx   表示第 thc 个场景类的第 thn 个训练实例。

为获得类级语义表示，本节整合了 cX 的所有实例级表示。 
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算法 5-1 展示了生成类级语义表示的伪代码。针对每一个场景实例 n

cx ，首先将其输

入到语义分割网络，获得相应的语义分割标签图 n W H

cM  。 n

cM 表示 n

cx 中每个像素点

所对应的物体语义标签，可以表示为  1
1

( , )n n

w Wc c
h H

M M w h  
 

= 。 n

cM 随后被用于推理 n

cx 的实

例级语义表示 n L

cs  。 L代表语义分割技术可分割的物体类别的数量（ 150L = ）。更

具体地说，对每个  1,l L ，如果存在 ( ),w h 使 ( ),n

cM w h l= ，那么 ( ) 1n

cs l = ；相反，如果

对任何 ( ),w h 都 ( ),n

cM w h l ，那么 ( ) 0n

cs l = 。执行上述过程 L次，即可得到 n

cx 的实例级

语义表示 n

cs 。 

 

算法 5-1：类级语义表示生成过程 

Data： L代表语义分割可分割的物体类别的数量 

Input：训练实例 , 1,... ; 1,...,n

cx c C n N= =  

Output：类级语义表示 L

cS   

1 for 1c =  to C  do 

2     for 1n =  to N  do 

3         实例级语义表示 n L

cs  初始化为一个零向量； 

4         Semantic Segmentation( )n n

c cM x=  

5         for 1l =  to L  do 

6             if l  in 
n

cM  then 

7                 ( ) 1n

cs l =  

8             end if 

9         end for 

10     end for 

11    
1

1 N
n

c c

n

S s
N =

=   

12 end for 

13 return cS ； 

 

通过重复上述过程 N 次，即可获得第 thc 个场景类 cX 中所有的实例级语义表示，以

此为基础，即可计算 cX 的类级语义表示 L

cS  ： 

 1

1 N
n

c c

n

S s
N =

= 
 (5-1) 

其中 N 表示第 thc 个场景类中训练实例的数量。 
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循环上述过程C 次，即可获得所有的类级语义表示。 

接下来，本节将从余弦相似度和欧式距离两个角度，度量不同场景类别之间的标签

相关性。使用 ,i jS 表示第 thi 和第 thj 个场景类别之间的标签相关性，下面对其生成过程进

行详细描述。 

（2）基于余弦相似度的类间标签相关性 

余弦相似度（Cosine similarity），通过计算两个向量之间夹角的余弦值捕捉二者之

间的相似程度。在本文中，它被用来量化两个类级语义表示之间的标签相关性，其计算

方式如下： 

 ( ), ,
i j

i j i j

i j

S S
S CosineSimilarity S S

S S
= =  (5-2) 

其中 jiS S 表示 iS 和 jS 的内积，
iS 和 jS 表示它们各自的欧式范数。 

,i jS 反映了第 thi 和第 thj 个场景类别之间的标签相关性。 ,i jS 的值越大，表示相关性越

强，意味着这两个类之间的相似度越高，越难区分；反之，数值越小，相关性越弱，表

明二者更容易区分。 

（3）基于欧式距离的类间标签相关性 

除了余弦相似度之外，本节还尝试了欧氏距离（Euclidean distance）衡量类间标签

相关性。欧氏距离通过计算两个语义表示之间的几何距离量化它们之间的差异程度，计

算方式为： 

 ( )
2

1

( , )
L

i j il jl

l

EuclideanDistance S S S S
=

= −  (5-3) 

其中 150L = 表示语义表示 iS 和 jS 的维度， ilS 和 jlS 分别表示 iS 和 jS 在第 thl 维的值。 

式（5-3）衡量的是两个类级语义表示之间的差异程度。为确保度量出的标签相关

性与类间相似性正相关，本节使用指数函数对欧氏距离进行转换，从而得到标签相关性

,i jS ： 

 ( )( ), exp ,i j i jS EuclideanDistance S S= −  (5-4) 

经过上述过程， ,i jS 的值越高，表示相关性越强；而值越低，表示相关性越弱。 

根据上述两个衡量结果，可以构建两个相似度原型 C CS  ，其中 ,i jS 表示第 thi 和

第 thj 个场景类之间的标签相关性。图 5-3 展示了针对 Places_14 数据集的基于余弦的相

似度原型。可以看到，“卧室”与“客厅”的相关性比与“厨房”的相关性更紧密，而

“厨房”与“餐厅”的相关性比与“卧室”的相关性更紧密。这些现象与人类常识相契

合，足够作为网络的先验知识。 
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图 5-3 针对 Places_14 数据集的基于余弦的相似度原型 

Fig. 5-3 Cosine-based similarity prototype for Places_14 dataset 

注：越深的颜色表示相应的场景类别之间的相似度越强。 

上述过程成功将场景类之间的相似度相关性嵌入到了相似度原型中。下面将从两个

角度介绍如何在不增加任何参数的前提下利用相似度原型辅助网络训练。 

5.2.3 基于相似度原型的渐进标签软化 

本小节从标签软化角度利用相似度原型辅助模型训练。与标签平滑正则化（Label 

Smoothing Regularization，LSR）[77]使用人为定义的平滑值软化标签不同，有了相似度

原型提供先验知识，本节根据不同场景类别之间的相似度量化标签软化的程度。 

具体来讲，给定一个有C 个场景类的数据集，通过章节 5.2.2 可以得到其相似度原

型 C CS  。首先对 S 的进行行归一化得到可用的软标签形式 normS ： 
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 ( )Cnorm CS S S E •=  (5-5) 

其中 表示元素级除法， C CE  表示维度为C C 的全一矩阵。 

然而， normS 中不同场景类的软标签的目标类别置信度不同，这可能导致模型训练过

程中的类不平衡问题。因此，本研究进一步精细调整了 normS ，确保每个类别对应软标签

的目标类别置信度一致。通过修改 S 的对角线元素实现这一点。 

具体来讲，给定 ,c cS ，其软标签的目标类别置信度 的计算过程为： 

 
, ,

, , ,1 1,

c c c c

C C

i c c c i ci i i c

S S

S S S


= = 

= =
+ 

 (5-6) 

对式（5-6）进行转换，则给定目标类别置信度，其相应的 ,c cS 应赋值为： 

 
, ,1,1

C

c c i ci i c
S S



 = 


=

−
  (5-7) 

接下来，采用 normS 中的最大的目标类别置信度统一作为所有类别的置信度，更新 S

得到 1S ： 

 

( )

1

,

,

,

1,

_ max

_

1 _

norm

C

i j

i

i

i

j

i c

j

value start

value start
S

value start
i

S

j
S

S i j

= 



=

−


=

= 



  (5-8) 

随后，再次利用式（5-5），即可得到可用的归一化矩阵 1

normS 。在 1

normS 中，所有的

类别标签拥有一致的目标类别置信度，同时目标类别和非目标类别之间也保持着合理的

置信度差异。 

鉴于相似度原型的推理过程忽略了场景中的颜色等细节信息，直观上讲，训练好的

网络模型区分不同场景类别的能力应优于纯粹的知识统计（相似度原型）。因此，在训

练过程中逐渐提高目标类别的置信度，驱使网络朝着合适的方向逐步提高其鉴别性能

力。在这个过程中，仍然基于相似度原型保持场景类别之间的置信度差异，确保网络对

语义先验知识的充分利用。在 STEP 次迭代（Epoch）后，所有的类标签又变为了硬标签。

上述过程的伪代码如算法 5-2 所示。同时，图 5-4 以 Places_7 数据集为例，展示了其 1

normS

随着迭代次数的变化。 

随着迭代次数的变化， 1

normS 所提供的软标签将与交叉熵损失函数一起用于模型训

练： 

    ( )( )1

1 1

1
, [ ] log ,E

B C

normiC j
S j target i p i j

B = =
= −    (5-9) 

其中B表示一个训练批次中的图像数量， p 表示网络输出的预测概率， target 表示这个

训练批次的标签。 
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算法 5-2：渐进标签软化算法 

Input：相似度原型 S  

Output：训练标签 

1 for 1epoch =  to _End Epoch  do 

2     ( )
1

_ 0.99 _
epoch

value value start value start
STEP

−
= + −   

3     1 . ()S S copy=  

4     for 1c =  to C  do 

5         1

, ,1,1

C

c c i ci i c

value
S S

value = 
=

−
  

6     end for 

7     ( )1 1 1

C CnormS SS E =  # 软标签 

8     if 0.99value   then 

9        1

norm C CS I =  # 硬标签 

10     end if 

11     return 
1

normS  # 训练标签 

12 end for 

Eq. 

（5-5）

多次迭代

迭代

次 多次

（5-8）

（5-5）

1

normS

S
normS

迭代

STEP

 

图 5-4 以 Places_7 数据集的基于余弦的相似度原型为例， 1

normS 随迭代次数而变化 

Fig. 5-4 Taking cosine-based similarity prototype for Places_7 as an example, 1
normS  varies with epoch 
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5.2.4 基于相似度原型的批量级对比损失 

本小节从度量学习（对比损失）角度利用相似度原型辅助模型训练。对比损失致力

于通过最大化同一类别内的相似度和最小化不同类别间的相似度来优化特征空间。通过

将相似度原型整合到对比损失中，可摒弃手动定义阈值的需求，转而依据统计得到的相

似度原型设定更合适的边界。图 5-5 直观可视化了所提出的批量级对比损失（BCL）的

操作。给定一对输入 m

ix 和 n

jx ，对比损失 contrastive 可以计算为： 

 ( )     contrastive , ,, ,
1 max 0, max 0,max ,m n m n

i j i j
i j i jx x x x

p S S j i p = − − +  −  (5-10) 

其中
,m n

i jx x
p 表示特征 m

ix 和 n

jx 之间的相似度。当一对输入属于场景类别时， 1 = ；否则，

0 = 。 

相似度           原型

1,1S 1,2S 1,3S

0,0S 0,1S 0,2S 0,3S

1,0S

2,0S 2,1S 2,2S 2,3S

3,0S 3,1S 3,2S 3,3S

0,1S

0,2S

0,3

S

1,3S

2,3S

0

 0,max , 0iS i 

1

 1,max , 1iS i 

2

 2,max , 2iS i 

3

 3,max , 3iS i 

1,
2

S


先验知识

 

图 5-5 基于相似度原型引导下的对比损失函数的操作图例 

Fig. 5-5 Illustration of Contrastive Loss guided by Similarity Prototype 

注：不同的颜色块代表不同的场景类别。 

为确保本策略的高度即插即用性，启发于 N-pair loss[80]和 Structured loss[81]，本章基

于迷你批次（Mini-batch）计算对比损失。更具体地说，假定网络输入的迷你批次包含B

个随机采样的场景图像，将网络输出预测记为 B Cp  ，实际标签记为 Btarget 。使

用 target 作为相似度原型的行索引，可以得到 target 中B个样本之间的相似度原型变体
B B

batchS  ： 
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    
T

batchS S target S target= •  (5-11) 

随后，使用余弦相似度或者欧式距离计算网络的输出 p 中B个样本之间的相似度矩

阵 B B

matrixp  。 

鉴于相似度原型的推理过程忽略了场景中的颜色等细节，训练好的网络的鉴别性能

力应强于统计推理出的相似度原型。因此，网络预测出的场景类之间的相似度应低于推

导出的类间相似度。相应地，可以设计出一个类间对比损失矩阵 _inter matrix： 

 _inter matrix matrix batchp S= −  (5-12) 

鉴于只需要考虑异常情况，因此类间对比损失 inter 可以计算为： 

 ( )( )_max ,0inter inter matrixMean=  (5-13) 

然而，上述过程只考虑了不同场景类别的样本，未能充分利用迷你批中同一类别样

本的特征。这是因为同一类样本之间的相似度无法通过相似度原型进行有效衡量，而同

一类别的不同样本之间的相似度要达到“1”也是不现实的。然而，在场景识别任务中，

只需要确保模型输出的同一类别样本之间的相似度高于其与其他类别样本之间的相似

度（如图 5-5 所示）。因此，本节在对比损失中加入了一层类内对比机制，以充分利用

来自同一类样本的特征信息。 

为计算类内对比损失，首先生成了一个相似度原型 S 的变体：自相似度矩阵 S。该

矩阵只关注类内相似度，它将类内相似度阈值设置为相似度原型中目标场景类与所有其

他场景类之间相似度的最大值： 

 
 ,

,

max ,

0

i k

i j

S i k i j
S

i j

  =
 = 



 (5-14) 

类似地，通过式（5-11）可以得到 target 中 B 个样本之间的类内相似度原型变体
B B

batchS   。随后，可以计算类内对比损失 intra ： 

 
( )( )

_

_max ,0

intra matrix batch matrix

intra intra matrix

S p

Mean

= −

=
 (5-15) 

至于度量类内对比损失是否有效，本章将在第 5.3.2 节中进行对比实验验证这一点。 

当然，对比损失起到的毕竟是辅助作用，最后的损失由交叉熵损失和对比损失结合

实现： 

 
( )

( )
( )

,

1

,1

exp1
log

exp

iB i target

inter intraCi

i jj

p

B p
=

=

 
 = − + +
 
 




 (5-16) 
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5.3 实验结果与分析 

本节对所提出的相似度原型的有效性进行了实验验证。首先，在 MIT-67 和 SUN397

数据集上分别评估了基于相似度原型的渐进标签软化（GLS）和批量级对比损失（BCL）

训练策略；然后，在 Places_7 和 Places_14 数据集上进行了可视化分析；最后，将所提

出的方法与现有的先进算法进行了比较。 

5.3.1 实验设置 

本章针对场景识别，使用 MIT-67、SUN397、Places_7 和 Places_14 数据集验证所提

算法。 

（1）语义分割 

与前面的章节一致，语义分割过程由在 ADE20K 数据集 [49]上预训练的 Vision 

Tranformer Adapter[48]进行。语义分割网络输出一个标签图M ，其分辨率与输入图像一

致。M 中的每个像素 ( ),w h 都被赋予一个值 whM ，代表输入图像中对应位置的物体语义

标签。 

（2）训练细节和超参数 

所提出的相似度原型及其衍生策略可轻松集成到大量现有模型中。本章节使用了 8

个广泛使用的预训练模型验证所提算法的有效性和泛化性能：ResNet50-IN1k[22]、

VGG16-IN1k[21]、MobileNetV3-IN1k[82]、ShuffleNetV2-IN1k[83]、MobileVIT_S-IN1k[84]、

ConvNextBase-IN22k[75]、VITBase-IN22k[23]和 SwinTransformerBase-IN22k[85]。这里，后

缀“IN1k”指该模型在 ImageNet 1k 数据集[18]上进行了预训练，后缀“IN22k”则表示

该模型在 ImageNet 22k 数据集[18]上进行了预训练。 

本节对所有模型的训练均使用 Adam 优化器[74]。在 MIT-67 和 SUN397 数据集上进

行实验时，模型的最后一个全连接层的初始学习率被设为 0.001，而其他预训练层的学

习率则被设为 0.00001，并在第 10、15 和 20 个迭代轮次时将学习率衰减至原来的 0.1

倍。训练的批次大小设置为 32，权重衰减系数设置为 0.00001，对模型进行了 100 个训

练周期的迭代。针对 Places 数据集，鉴于其更大的数据规模和更快的收敛速度，批次大

小被调整为 64，并将训练周期减少至 30 个。对于在 ImageNet 22k 上预训练的模型，考

虑到其较大的参数规模和快速的收敛性，训练周期同样被设置为 30 个。特别地，对于

MobileVIT 模型，由于其独特的架构特性，初始学习率被提高了 10 倍，以增强模型拟

合效率。所有实验均在单个 NVIDIA 3090 GPU 上基于 Pytorch[55]和 SAS-Net[33]开源框架

完成。 
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5.3.2 算法框架中不同组件配置的对比 

（1）渐进标签软化策略中超参数 STEP 的选择 

鉴于超参数 STEP 在渐进标签软化（GLS）训练策略中的关键作用，本小节基于模

型 ResNet、MobileVIT 和 ConvNext，在 MIT-67 和 SUN397 数据集上进行了一系列实验，

以比较不同的 STEP 配置下模型性能的差异。如图 5-6 所示，基于余弦（Cosine）相似度

和基于欧式（Euclidean）距离的相似度原型展现了类似的辅助效果。进一步分析可以发

现：（1）无论 STEP 取何值，采用相似度原型中的先验知识辅助训练所产生的模型性能

始终优于使用硬标签训练的基准模型，这一结果有力验证了将相似度原型嵌入训练标签

的可行性。（2）通过系统地调整 STEP 的值，可以看到模型精度随 STEP 值从 0 增加到

20 时逐渐提升，并在 =20STEP 时基本达到峰值，之后进一步增加 STEP 的值对模型性能

的影响微乎其微。因此，为确保一致性，在后续所有模型训练过程中， STEP 的值均被

设定为 20。 

  

(a) 在 MIT-67 数据集上的评估               (b) 在 SUN397 数据集上的评估 

图 5-6 不同的 STEP 值对拟合后模型性能的影响 

Fig. 5-6 Effect of different STEP  on the performance of trained model 

注：用空心粗体圆圈圈出的节点是最高的精度点。 

（2）批量级对比损失策略的计算方式 

给定一个对比损失矩阵（详见 5.2.4 节），有两个方式计算最终的对比损失：全局

平均（记作“mean”）和非零值平均（即平均过程只考虑矩阵中的非零值的数量，记作

“nonzero”）。本小节对比了这两种计算方式对模型性能的影响，并讨论了对类内对比

损失（详见 5.2.4 节）的考虑所带来的影响。如图 5-7 所示，使用多个网络模型在 MIT-67

和 SUN397 数据集上进行了对比实验。为便于表示，给定对比损失矩阵 _inter matrix 和

_intra matrix ，在图 5-7 中，使用“mean_inter”表示对 _inter matrix执行全局平均以计算对比
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损失，“mean_intra_intra”则表示对 _ _inter matrix intra matrix+ 执行全局平均；“nonzero_inter”

表示对 _inter matrix 执行非零值平均，“mean_intra_intra”则表示对 _ _inter matrix intra matrix+ 执

行非零值平均。 

    

(a) 在 MIT-67 数据集上的评估                (b) 在 SUN397 数据集上的评估 

图 5-7 不同的对比损失计算方式对模型性能的影响 

Fig. 5-7 Effect of different computation of contrastive loss on model performance 

注：用空心粗体圆圈圈出的节点是最高的精度点。 

从图 5-7 可以明显看出，与基线（即传统训练策略）相比，采用相似度原型从对比

损失的角度辅助训练可以有效提高模型性能。这一现象再次有力支持了将相似度原型作

为先验知识用于辅助训练的有效性。进一步地，无论是基于欧式距离的相似度原型还是

基于余弦相似度的原型，都能有效促进模型性能的提升。综合所有实验结果，可以发现

一个普遍现象：在只考虑类间对比损失时，“mean”（全局平均）的表现更好；在同时

考虑类间和类内对比损失时，“nonzero”（非零值平均）的表现更好。因此，在接下来

的实验中将采用这两种对比损失计算方式，即“mean_inter”和“nonzero_inter_intra”，

辅助模型训练。 

5.3.3 网络组成成分分析 

（1）渐进标签软化训练策略的性能评估 

本节用八种常见模型对基于相似度原型的渐进标签软化（GLS）策略进行了评估。

在 MIT-67 和 SUN397 数据集上应用 GLS 策略训练了这些模型，并将其性能与使用硬标

签训练产生的性能（基线）以及采用传统标签平滑正则化（LSR）策略[77]训练产生的性
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能进行了比较，结果汇总在表 5-1。 

如表 5-1 所示，无论在轻量级模型还是在复杂模型上，GLS 策略均能显著提升场景

识别的性能，验证了 GLS 在不同网络架构下出色的泛化能力。具体来说，在 MIT-67 数

据集上，将 GLS 应用于 ResNet50 产生的准确率达到了 79.403%，超出了基线性能 2.91%。

相比之下，传统的 LSR 策略所带来的性能提升则较为有限，在某些情况下甚至会对一

些模型产生负面影响。例如，在 SUN397 数据集上，应用了 GLS 的 ResNet50 可以达到

62.06%的准确率，不仅比使用硬标签训练的基线性能提高了 1.637%，也比采用 LSR 训

练的性能提高了 3.032%。值得注意的是，SUN397 数据集包含 397 个不同的场景类别，

这进一步凸显了所提方法在处理大规模数据集时的稳定性和有效性。 

表 5-1 在 MIT-67 和 SUN397 数据集上对渐进标签软化（GLS）策略的评估（%） 

Tab. 5-1 Evaluation of Gradient Label Softening (GLS) on MIT-67 and SUN397 datasets (%) 

数据集 模型 参数量 基线 LSR[77] GLS 余弦相似度 GLS 欧式距离 

MIT-67 ResNet50 25M 76.493 76.417-0.076 78.805+2.312 79.403+2.910 

MIT-67 VGG16 138M 73.358 74.078+0.72 74.104+0.746 75.0+1.642 

MIT-67 MobileNet 5.4M 69.179 68.507-0.672 71.045+1.866 71.119+1.94 

MIT-67 ShuffleNet 7M 72.090 73.209+1.119 74.925+2.835 74.701+2.611 

MIT-67 MobileVit 6M 74.552 75.522+0.97 78.134+3.582 77.91+3.353 

MIT-67 SwinT 87M 88.681 88.657-0.024 89.03+0.349 88.906+0.225 

MIT-67 VIT 86M 86.194 86.642+0.448 86.940+0.746 87.015+0.821 

MIT-67 ConvNext 89M 87.388 87.239-0.149 88.507+1.119 88.657+1.269 

SUN397 ResNet50 25M 60.423 59.028-1.395 61.863+1.44 62.060+1.637 

SUN397 VGG16 138M 57.204 57.950+0.746 58.503+1.299 58.715+1.511 

SUN397 MobileNet 5.4M 53.375 53.043-0.332 55.657+2.282 54.625+1.25 

SUN397 ShuffleNet 7M 58.181 57.950-0.231 59.385+1.204 60.08+1.899 

SUN397 MobileVit 6M 59.033 59.283+0.25 61.219+2.186 61.28+2.247 

SUN397 SwinT 87M 75.063 74.826-0.237 77.013+1.95 77.194+2.131 

SUN397 VIT 86M 75.078 75.043-0.035 75.758+0.68 75.677+0.6 

SUN397 ConvNext 89M 74.675 75.017+0.342 77.274+2.599 77.239+2.564 

（2）批量级对比损失训练策略的性能评估 

本节应用基于相似度原型的批量级对比损失（BCL）策略辅助模型训练，并将其性

能与基线（不使用对比损失训练）以及传统对比损失（CL）策略[78]进行了对比，在 CL

策略中，相同类别的样本对的相似度阈值被设定为“1”，不同类别的样本对的相似度
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阈值则被设置为“0”。在 MIT-67 和 SUN397 数据集上，通过对多个模型应用上述策略

进行实验，结果汇总在表 5-2。 

表 5-2 中的结果显示，在大部分情况下，应用 BCL 策略辅助训练的模型性能要优于

基线，也优于传统的CL策略。具体来说，在MIT-67数据集上，采用BCL训练的ShuffleNet

相较于基线，性能提升了 2.014%，而采用传统的 CL 策略仅比基线提升了 1.044%。在

SUN397 数据集上，采用 BCL 训练的 ConvNext 性能比基线提升了 0.917%，而传统的

CL 产生的性能反而比基线下降了 0.043%。这些现象表明，传统 CL 策略由于过度强调

同类样本之间的相似性以及非同类样本之间的差异性，可能会对模型的识别性能产生负

面影响。这进一步凸显了在训练过程中引入相似度原型的先验知识，对于提高模型性能

的可行性。 

表 5-2 在 MIT-67 和 SUN397 数据集上对批量级对比损失（BCL）策略的评估（%） 

Tab. 5-2 Evaluation of Batch-level Contrastive Loss (BCL) on MIT-67 and SUN397 datasets (%) 

数据集 模型 参量 基线 CL[78] 
BCL 余弦相似度 

mean_inter 

BCL 欧式距离 

mean_inter 

BCL 余弦相似度 

nonzero_inter_intra 

BCL 欧式距离 

nonzero_inter_intra 

MIT-67 ResNet50 25M 76.493 76.642 77.014+0.521 76.94 76.866 76.866 

MIT-67 VGG16 138M 73.358 74.327 74.851+1.493 74.701 74.254 74.403 

MIT-67 MobileNet 5.4M 69.179 68.358 69.478+0.299 68.433 68.582 68.433 

MIT-67 ShuffleNet 7M 72.090 72.564 73.134 73.507 74.104+2.014 73.358 

MIT-67 MobileVit 6M 74.552 74.776 75.149 75.149 76.194+1.642 75.075 

MIT-67 SwinT 87M 88.681 89.328 89.179 89.701+1.02 89.403 89.328 

MIT-67 VIT 86M 86.194 86.342 86.269 86.418 86.493+0.299 86.493+0.299 

MIT-67 ConvNext 89M 87.388 87.462 87.835 87.537 88.657+1.269 87.537 

SUN397 ResNet50 25M 60.423 60.635 61.033+0.61 60.806 60.916 60.821 

SUN397 VGG16 138M 57.204 57.09 57.436+0.232 57.219 57.108 57.033 

SUN397 MobileNet 5.4M 53.375 53.169 53.270 53.713 54.055+0.68 54.055+0.68 

SUN397 ShuffleNet 7M 58.181 58.176 58.761 58.695 59.073+0.892 58.332 

SUN397 MobileVit 6M 59.033 59.264 59.511 59.179 60.121+1.088 59.073 

SUN397 SwinT 87M 75.063 74.7 75.037 75.088 75.95+0.887 74.877 

SUN397 VIT 86M 75.078 75.264 75.416 75.314 75.521+0.443 75.275 

SUN397 ConvNext 89M 74.675 74.632 74.942 74.866 75.592+0.917 74.635 

值得指出的是，在某些特定情况下，BCL 策略可能会对模型性能产生不利影响。例

如，在 MIT-67 数据集上评估 MobileNet 时，除了基于余弦相似度的“mean_inter”策略

外，其他三种 BCL 策略都对模型性能有所损害。不过，传统 CL 策略所导致的性能下降
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更为严重。因此，这一情况可能是由于在 MIT-67 数据集上对比损失策略不适用于

MobileNet 网络架构。尽管如此，在发生这种冲突的情况下，BCL 基于余弦相似度的

“mean_inter”策略的应用仍能进一步提升模型性能。这再次验证了在模型训练过程中

利用相似性原型提供的先验知识的价值。 

（3）结合双训练策略的性能评估 

本节尝试了同时利用渐进标签软化（GLS）和批量级对比损失（BCL）策略辅助模

型训练，使用多个模型在 MIT-67 和 SUN397 数据集上进行了性能评估，实验结果如表

5-3 所示。 

表 5-3 的结果表明，与基线策略（使用硬标签训练）相比，GLS 和 BCL 的结合显

著提高了模型的识别准确率。具体而言，在 MIT-67 数据集上，同时使用 GLS 和 BCL

策略使 MobileVIT 的准确率提高了 4.552%；类似地，在 SUN397 数据集上，ConvNext

的准确率提高了 2.731%。需要强调的是，这一性能提升并未伴随网络参数或计算成本

的增加，这一点对实际应用来说尤为重要。这些结果强有力地验证了所提出的相似性原

型在提高模型性能方面的重要性及其广泛的适用性。 

表 5-3 在 MIT-67 和 SUN397 数据集上结合 BCL 和 GLS 策略的评估（%） 

Tab. 5-3 Evaluation of combining BCL and GLS on MIT-67 and SUN397 datasets (%) 

数据集 模型 参量 基线 
GLS+BCL 余弦 

mean_inter 

GLS+BCL 欧式 

mean_inter 

GLS+BCL 余弦 

nonzero_inter_intra 

GLS+BCL 欧式 

nonzero_inter_intra 

MIT-67 ResNet50 25M 76.493 79.104+2.611 78.881 78.433 78.806 

MIT-67 VGG16 138M 73.358 75.0 75.522 73.881 75.746+2.388 

MIT-67 MobileNet 5.4M 69.179 71.045+1.866 70.224 70.149 70.223 

MIT-67 ShuffleNet 7M 72.090 75.298+3.208 74.402 74.179 74.328 

MIT-67 MobileVit 6M 74.552 79.104+4.552 77.836 74.851 77.910 

MIT-67 SwinT 87M 88.681 89.03 89.104 89.03 89.179+0.498 

MIT-67 VIT 86M 86.194 87.388+1.194 86.866 86.567 86.791 

MIT-67 ConvNext 89M 87.388 88.805+1.417 88.433 88.358 88.433 

SUN397 ResNet50 25M 60.423 62.086 62.161 62.358+1.935 62.045 

SUN397 VGG16 138M 57.204 58.519 58.982+1.778 57.516 58.872 

SUN397 MobileNet 5.4M 53.375 55.869 56.166 54.232 56.317+2.942 

SUN397 ShuffleNet 7M 58.181 59.788 60.171+1.99 59.954 60.171+1.99 

SUN397 MobileVit 6M 59.033 61.274 61.365 60.71 61.476+2.433 

SUN397 SwinT 87M 75.063 77.118 77.083 77.294+2.231 77.108 

SUN397 VIT 86M 75.078 75.682 75.768 75.768+0.69 75.597 

SUN397 ConvNext 89M 74.675 77.259 77.259 77.406+2.731 77.229 
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进一步地，本节对比了使用 GLS 策略获得的最佳性能、使用 BCL 策略获得的最佳

性能以及同时使用这两种策略获得的最佳性能。表 5-4 汇总了这些结果。 

如表 5-4 所示，与 GLS 策略相比，单独使用 BCL 策略对模型性能的提升相对有限。

这一现象的原因在于，为了保持所提出的方法即插即用特性，本研究直接将 BCL 应用

于随机提取的小批量（Mini-batch）图像，而没有对图像选择施加特定限制。这一点不

同于其他常用的对比损失算法[78-81,86]，后者强调精心挑选用于训练的图像对以达到更优

的性能表现。对表 5-4 的进一步分析揭示了 GLS 和 BCL 策略之间的互补效应。在大多

数情况下，结合这两种训练策略可以实现高于单独使用任一策略的识别准确率。这一发

现再次验证了所提出的相似性原型的潜力，并表明在利用相似性原型进行模型训练方

面，仍有进一步的探索空间。 

表 5-4 在 MIT-67 和 SUN397 数据集上三种训练策略的比较（%） 

Tab. 5-4 Comparation of three training strategies on MIT-67 and SUN397 datasets (%) 

数据集 模型 参数量 基线 GLS BCL GLS+BCL 

MIT-67 ResNet50 25M 76.493 79.403 77.014 79.104 

MIT-67 VGG16 138M 73.358 75.0 74.851 75.746 

MIT-67 MobileNet 5.4M 69.179 71.119 69.478 71.045 

MIT-67 ShuffleNet 7M 72.090 74.925 74.104 75.298 

MIT-67 MobileVit 6M 74.552 78.134 76.194 79.104 

MIT-67 SwinT 87M 88.681 89.03 89.701 89.179 

MIT-67 VIT 86M 86.194 87.015 86.493 87.388 

MIT-67 ConvNext 89M 87.388 88.657 88.657 88.805 

SUN397 ResNet50 25M 60.423 62.060 61.033 62.358 

SUN397 VGG16 138M 57.204 58.715 57.436 58.982 

SUN397 MobileNet 5.4M 53.375 55.657 54.055 56.317 

SUN397 ShuffleNet 7M 58.181 60.08 59.073 60.171 

SUN397 MobileVit 6M 59.033 61.28 60.121 61.476 

SUN397 SwinT 87M 75.063 77.194 75.95 77.294 

SUN397 VIT 86M 75.078 75.758 75.521 75.768 

SUN397 ConvNext 89M 74.675 77.274 75.592 77.406 

5.3.4 特征可视化 

为全面评估所提出的模型训练方法的有效性，本小节在 Places_7 和 Places_14 数据

集上对模型进行了可视化分析。首先，使用传统的硬标签训练方法训练了一个 ResNet50
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模型，作为性能基准。然后，采用所提出的训练策略对另一个 ResNet50 模型进行了训

练。上述训练完成后，从训练好的模型中提取特征图（位于网络倒数第二层的特征），

并应用 t-分布随机邻域嵌入（t-SNE）[70]技术对这些特征进行了降维处理，以便于直观

展示和比较。通过在图 5-8 中绘制这些特征的二维表示，可以直观地观察到验证集中图

像的分布情况。 
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图 5-8 使用 t-SNE 在 Places_7 和 Places_14 验证集上的可视化 

Fig. 5-8 Visualization on Places_7 and Places_14 validation sets using t-SNE 

注：每个点代表一张图片，相同颜色的点代表属于同一类别的图片。 

通过分析图 5-8，可以观察到相比于基线，采用本章所提出的任一模型训练策略均

显著提升了网络的鉴别性能力。通过所提出的算法训练的模型区分不同场景类别的实例

的能力得到了显著增强，凝聚同一场景类别下的实例的能力也实现了进一步的提升。直

观来看，所提出的 GLS 和 BCL 训练策略产生了类似的可视化结果，而将这两种辅助策

略结合应用则产生了一个更具区分能力的网络，使不同场景类别之间的界限更加清晰。

这一结果与表 5-4 中的实验数据相吻合，进一步验证了所提出的相似度原型的潜力。综

合本节的定性可视化分析，可以肯定的是，所提出的方法对模型训练起到了非常显著的

促进作用。 

5.3.5 计算成本评估 

为验证所提方法在实际部署中卓越的计算效率，本节通过一个比较分析，展示本地

训练和实际部署之间的计算成本差异。具体来讲，选用 ConvNext_Base[75]作为骨干网络，

VIT Adapter[48]作为语义分割网络，将它们各自的浮点运算数（FLOPs）和推理吞吐量记
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录在表 5-5。表 5-5 中，FLOPs 数据来源于各自的原始文献。至于推理吞吐量，考虑到

这两篇文献使用了不同的测试设备，为确保比较的公平性，这里在同一块 NVIDIA 3090 

GPU 上运行了这两个模块来测试推理吞吐量。鉴于 GLS 和 BCL 在训练过程中仅占用了

微量的 FLOPs，因此表 5-5 中并未展示它们的数据。注意，由于 GLS 和 BCL 在实际部

署阶段不再使用，这种遗漏不会影响本节的结论。 

表 5-5 训练和实际部署中计算成本的比较 

Tab. 5-5 Comparison of computational cost during training and practical deployment 

网络架构 

训练阶段 

FLOPs 

(G) 

实际运行阶段 

FLOPs 

(G) 

训练阶段 

吞吐量 

(image/s) 

实际运行阶段 

吞吐量 

(image/s) 

骨干网络 15.4 15.4 115 115 

语义分割 473 0 0.09 - 

汇总 488.7 15.4 <0.09 115 

从表 5-5 的数据可以明显看出，本章所提出的方法仅依赖于训练好的骨干网络实现

实时的场景识别。通过有效地消除对语义分割技术的依赖，大幅降低了模型所需的

FLOPs，从而在实际部署中显著提升了模型的推理吞吐量。这一结果与本章最初的预期

相符，有力地验证了所提方法在实际部署中显著的计算效率优势。此外，通过在实际应

用中省去语义分割过程，也减轻了对所选用的语义分割技术的推理速度的要求。例如，

尽管 VIT Adapter 在推理速度上的局限性使其可能不适用于边缘设备的实际部署，但由

于本章方法只在模型训练阶段使用该技术，能够在不牺牲实际部署可行性的同时，充分

利用其高精度优势。 

5.3.6 与现有算法的性能比较 

如表 5-6 所示，本小节首先以 ConvNext 作为骨干网络，将本章所提出的方法与现

有的先进算法在 MIT-67 和 SUN397 数据集上进行了比较。然后，对第四章所提出的

DGN-Net 应用本章所提出的训练策略进行了训练，以便与本文其他章节提出的算法做进

一步对比分析。根据表 5-6 中的结果，与大多数现有方法相比，本章方法展现了卓越的

场景识别性能。 

现有的基于物体信息辅助的方法[32,33,42,59]（包括本文其他章节提出的方法）在实际

应用中需要大量的计算资源提取场景中的物体信息。不同于这些方法，本章方法仅在训

练阶段使用物体知识增强网络的特征提取能力，从而避免了在实际应用中提取物体信息

的计算负担。值得注意的是，尽管在实际应用中不再直接利用物体信息，本章方法仍然

展现了比大多数基于物体辅助的方法更优越的识别性能，这进一步凸显了所提出的相似

性原型的优势和实用价值。此外，本节还在表 5-6 中展示了采用各种组合技术提升性能
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的最新算法。虽然这些算法结合了多尺度信息[37,58,87-89]或多模型组合[32,58,59,89]等因素，本

章所提出的方法始终保持着领先地位，基本上达到了最先进的场景识别性能水平。 

表 5-6 在 MIT-67 和 SUN397 数据集上不同算法的比较（%） 

Tab. 5-6 Comparison of different methods on MIT-67 and SUN397 (%) 

算法 输入尺寸 MIT-67 SUN397 

MLR+CFV+FCR[87] 256 256  82.24 64.53 

NNSD+ICLC[37] 224 224  84.30 64.78 

Multi-Scale CNN[88] 889 889  80.97 70.17 

MP[89] 640 640  86.90 72.60 

SOSF+CFA+GAF[40] 608 608  89.51 78.93 

Multi-Resolution CNN[56] 336 336  86.70 72.00 

SDO-Net[32] 224 224  86.76 73.41 

SAS-Net [33] 224 224  87.10 74.04 

ARG-Net [42] 448 448  88.13 75.02 

PL + AP + AI + IM[58] 448 448  88.06 74.12 

MR-Net[59] 448 448  88.08 73.98 

CSSRM 224 224  88.73 75.48 

SpaCoNet 224 224  90.75 76.15 

DGN-Net 224 224  90.37 79.77 

ConvNext + GLS + BCL 224 224  88.81 77.41 

DGN-Net + GLS + BCL 224 224  91.42 80.37 

注 1：CSSRM、SpaCoNet、DGN-Net 分别为本文第二章、第三章、第四章所提出的算法。 

注 2：DGN-Net + GLS + BCL 指使用本章所提出的训练策略训练 DGN-Net（迭代次数等超参数配置

与第四章完全一致）。 

此外，与本文第三章提出的 SpaCoNet 和第四章提出的 DGN-Net 相比，尽管本章所

提出的算法在识别性能上不具备优势，但它在实际部署中具有非常显著的优势。具体而

言，该算法无需执行耗费大量计算资源的物体信息提取过程，从而大幅提高了运行效率。

进一步地，为与其他章节的算法公平比较，本节采用本章介绍的训练方法（基于欧式距

离的相似度原型结合 GLS+BCLnonzero_inter_intra）对 DGN-Net 进行了重新训练，如表 5-6

最后一行所示。可以看到，本章的方法使 DGN-Net 的识别性能更进一步，超越了本文

中所有其他算法。这一发现再次验证了本章提出的相似度原型的即插即用特性和强大的

泛化能力，甚至能够提升已经经过精细调整的场景识别算法的性能。 

综上所述，表 5-6 提供了充分的证据，彰显了本章所提出的相似性原型在提升场景
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识别性能方面的显著优势和实际应用价值。 

5.4 本章小结 

本章提出将物体语义知识嵌入到一个类间语义相似度原型中，实现在不增加任何网

络参数的前提下辅助模型训练。在相似度原型的基础上，提出了渐进标签软化（GLS）

和批量级对比损失（BCL）两种训练策略，以充分挖掘和利用该原型在辅助场景识别方

面的潜力。具体来说，GLS 通过将相似度原型嵌入到软化后的标签中，利用置信度渐进

增强策略引导网络训练；BCL 则基于相似度原型衡量每个迷你批次中类内样本对和类间

样本对的相似度要求。 

通过实施上述策略，本研究在场景识别任务上取得了显著进展，并首次验证了在不

增加计算负担的情况下，物体信息可以有效提高场景识别的性能。在几个公开场景数据

集（MIT-67、SUN397、Places_7 和 Places_14）上进行的综合评估表明，所提出的相似

度原型及相关策略能够有效提升网络识别性能，并在实际部署中避免了增加额外的网络

参数或计算成本。 
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6 总结与展望 

6.1 工作总结 

本文以深度学习方法为技术基础，围绕基于语义引导的场景识别这一领域展开研

究。研究伊始，针对场景内复杂多变的空间布局，设计了一个充分考虑空间信息特性的

语义空间关系建模网络，实现全面理解并表达场景内的语义空间布局；在此基础上，面

对跨场景共存物体导致的高类间相似度挑战，提出将场景相关特征信息与物体语义紧密

结合，并通过注意力机制自适应探索物体共现性，生成更具区分度的场景表示；进一步

地，考虑到对物体信息的完全启发式利用可解释性有限，从提高可解释性的推理式角度

入手，提出了一种基于物体间先验知识和鉴别性图网络的场景识别方法；最后，考虑到

物体信息提取对计算资源的高需求可能限制语义引导方法的实际部署，提出了一个高效

利用物体信息的语义相似度原型，借助标签平滑和对比损失训练策略，实现在不增加计

算负担的前提下利用物体信息提升场景识别的性能。本文的主要贡献总结如下： 

（1）为深入探究场景内物体间的复杂空间布局，第二章设计了一个语义空间关系

模块（SSRM）。首先，借助语义分割技术解耦出场景内纯净的空间信息，以避免无关

信息对空间上下文建模的干扰；其次，设计了自适应置信度滤波器（ACF），基于图像

的具体状态自适应地优化其语义分割得分张量，有效缓解了语义分割技术精度有限带来

的语义歧义问题；然后，结合通道注意力机制构建了一个充分考虑语义分割得分张量特

性的网络架构，确保 SSRM 对场景内空间信息的全面利用；最后，又结合 PlacesCNN

和条带深度卷积构建了组合语义空间关系模块（CSSRM），实现对场景内所有信息的

全面利用。在多个公开数据集上的综合实验表明，本章算法达到了目前先进性能。 

（2）针对第二章未考虑的不同场景中相同语义物体所引发的高类间相似问题，第

三章提出了先为物体赋予场景相关特征，再建模物体共现性的解决思路。在 SSRM 的基

础上，提出了融合语义空间关系和物体共现性建模的室内场景识别网络。首先，基于

SSRM 和图像特征提取模块提取场景特征；然后，设计了一个语义节点特征聚合模块，

将输入场景的相关特征分配给各个物体语义节点，并生成语义节点特征序列，藉此区分

不同场景中相同语义的物体；最后，基于注意力机制设计了全局-局部依赖模块，利用

编码器-解码器架构深入挖掘语义节点特征序列中的共现信息，以此构建更具区分度的

场景表示。实验结果表明，通过融合场景特征建模物体共现性，使本章算法实现了比第

二章算法更优越的场景识别性能。 

（3）以上两章算法从完全启发式角度利用场景内的物体信息辅助场景识别，可解
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释性有限。围绕该问题，第四章提出从推理角度以更具可解释性的方式利用物体知识辅

助场景识别。首先，基于概率统计方法捕捉物体与场景之间的鉴别性关系，并将这种关

系转化为物体间鉴别性原型（IODP），IODP 中包含了丰富的物体间鉴别性知识；然后，

设计了一个鉴别性图网络（DGN），将像素级场景特征定义为图节点，并借助 IODP 中

的物体间鉴别性先验知识编码节点间的关联，形成图的边。最后，通过图卷积和映射操

作，实现物体间鉴别性知识与场景特征的显式融合，形成极具鉴别性的图像表示。实验

结果表明，从知识推理角度融合物体知识和场景特征，使本章算法在单分支架构下即可

获得与前两章相当甚至更优的场景识别性能。 

（4）以上三章所提出的算法在部署到边缘设备时，均需消耗大量计算资源提取场

景内的物体信息，这极大加重了边缘设备的运行负担。针对物体信息提取对算力的高需

求限制了语义引导方法的实际部署这一问题，第五章提出了一种高效利用物体信息的方

法。首先，基于语义分割技术和统计分析方法捕获场景中物体信息的分布情况，并据此

构建了一个类间语义相似度原型；然后，基于相似度原型设计了渐进标签软化（GLS）

和批量级对比损失（BCL）两种策略，实现在不增加任何网络参数的情况下辅助模型训

练。GLS 将相似度原型嵌入到软化标签中，并利用置信度渐进策略指导网络训练；BCL

则基于相似度原型衡量训练批次中类内和类间样本之间的相似度要求。在公开数据集上

的综合评估表明，上述策略可以实现在不增加额外计算负担或网络参数的前提下，利用

物体信息提升场景识别性能。 

6.2 研究展望 

本文围绕基于语义引导的场景识别方法的现存问题，开展了一系列相关的研究工

作，并取得了一些研究成果。尽管如此，以下研究方向仍需进一步探索： 

（1）现有的基于语义引导的方法受限于其所使用的语义分割技术能够识别的物体

类别数量。举例来说，本文中采用的语义分割技术仅能识别 150 种物体，在一些场景中

该技术可能无法分割所有出现的物体。当这些未被识别的物体对该场景具有鉴别性意义

时，这一局限性可能会对最终的识别结果产生较大的负面影响。 

有两种可能的策略解决这个问题。首先，可以考虑训练能够识别更多物体的语义分

割技术，但随之而来的挑战是需要对大量的数据进行精确标注，这无疑是一项资源密集

型的工作；或者，也可以探索半监督或无监督学习方法，使网络能够自动识别场景中的

物体，进而克服对语义分割技术的依赖，这个方向值得深入研究。 

（2）本文第五章提出的相似度原型首次验证了在不增加额外计算开销的情况下，

通过物体信息显著提升场景识别性能的可能性，为后续研究开辟了新的探索路径。期待

这项工作可以启发后续研究开发出更高效的基于语义辅助的场景识别方法。同时，第
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5.3.3 节的实验分析表明，所提出的相似度原型在增强场景识别性能方面具有未被完全挖

掘的潜力。鉴于此，未来的研究可以继续从模型架构、损失函数设计或特征提取方法等

方面进行探索，充分挖掘该原型的应用潜力。 
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